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Abstract 

With the advent of big data in geosciences, exploration studies have entered new dimensions. Big data 
means high-resolution image information. Since the data in geosciences have an enormous volume and 
variety, it is necessary to use big data analysis approaches in this field. This study investigates the application 
of support vector machines in machine vision in mineral potential exploration. In recent years, image 
classification has attracted much attention in machine vision, whose processes include pre-processing and 
segmentation, feature extraction, and related class identification. In this study, geological maps and remote 
sensing images are used to model the exploration of mineral potentials, Alexnet architecture is used to 
extract features automatically, and field information is used to learn the algorithm. In the next step, a support 
vector machine is used for modeling in order to identify structure factors in the occurrence probability of 
mineral potentials. Algorithms and evaluation indicators are programmed in MATLAB environment at each 
stage. The accuracy obtained using this method is 71% on the test data. According to the previous study 
conducted by the authors in identifying mineralization structures, the average accuracy of image data 
classification using convolutional neural network algorithms is 65%, the spectral angle mapper method in 
identifying alteration zones is 70%, and applying filters in identifying faults is 28%. As can be seen, the 
technique used in this research is highly accurate. Its advantages include reducing costs and speeding up the 
decision-making processes. 
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1- Introduction 

This research investigates the efficiency of support vector machines (SVM) in machine vision. 
Considering that in the previous study [7], convolutional neural network (CNN) was used to detect 
geological structures, and also its integration with the continuous genetic algorithm on image data 
in Gonabad region, in this research, SVM for visual modeling is used and then compared the 
accuracies of these two methods in the field of machine learning. 

Feature extraction is an essential step in image processing that presents the raw image in smaller 
dimensions to facilitate decision-making, such as pattern recognition and object identification [2]. 

Pattern recognition leads to the discovery of classes in a data set. Features represent the 
distinctive information retrieved from the data that helps to identify different classes. Classification 
can be expressed by differentiating the data into other classes to which the data belongs [4]. 

In most cases, CNN is used to extract useful image features automatically, and due to the 
positive performance of deep learning in image processing, it is used to analyze unstructured data 
such as image classification [8]. 

The SVM algorithm has been developed in Cortes and Vapnik's (1995) statistical theory 
framework. It has been successfully used in many applications, including time series forecasting 
(Fernandez, 1999), face recognition (Tefas et al., 1999), and biological data processing for medical 
diagnosis (Veropoulos et al., 1999). Their theoretical foundations and experimental success require 
more research on the characteristics and applications of this method [3].  

Chen et al. (2020) pointed out that big data and artificial intelligence (AI) have provided 
opportunities for many applications in geological sciences. Nevertheless, the methods and 
objectives are still in the initial stages, scattered, and lacking an integrated theoretical and 
application framework [1]. 

2- Methods 

Considering the importance of the region structure in the modeling of mineral exploration, this 
study investigates the performance of intelligent algorithms in identifying structures. The basis of 
this research is visual modeling and includes two stages: feature extraction and classification. The 
network's input is the pixel vectors of the images, and the network's output is the pixel vectors' 
label.  

The architecture used for feature extraction in this study is AlexNet. AlexNet is a deep 
convolutional neural network that identifies and classifies color images. After applying several 
layers of convolution and pooling, the input pixel vector is converted into a feature vector, and thus, 
spectral information is extracted in the input pixel vector. 

A support vector machine is used to classify and model the features extracted in this research. In 
other words, the goal is to use SVM in machine vision. SVM is one of the most powerful machine 
learning algorithms [5] that creates a decision boundary between two classes and is characterized by 
a particular subset of training data called support vectors. The advantage of SVM compared to the 
perceptron neural network is that it creates a unique decision boundary with the maximum margin, 
and the version using kernel functions is very effective in learning speed [6]. 

Considering the importance of identifying the alteration zones and tectonics of the region in 
exploration modeling, in this research, structure identification is studied using a support vector 
machine. For this purpose, the relevant algorithms in the MATLAB environment are programmed. 
To identify the alteration zones and the fault orientation in the region, Aster and Landsat 8 (OLI) 
data are used, respectively. Neural network learning is done using data related to field studies. At 
first, the images are segmented into blocks with the same size in each classification, which is 
programmed in MATLAB to do it. 
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3- Findings and Argument 

Remote sensing is critical in geological studies; this technology can provide valuable 
information, including identifying alteration zones and lineaments. 

Alterations occur due to the interactions and effects of magmatic fluids and hydrothermal 
solutions with the surrounding rocks, which cause geochemical, mineralogical, and texture changes. 
Alteration zones can be related to economic mineralization, so identification of alteration zones is 
essential. 

Field evidence and analysis results of mineralized samples in the Gonabad region show that the 
most critical alteration zones in the region are phyllic, propylitic, argillic, siliceous, and iron oxide 
alteration. The index minerals of the phyllic alteration zone are illite, muscovite and sericite, 
propylitic alteration, chlorite, epidote and calcite and argillic alteration, alunite, kaolinite and 
montmorillonite. 

Another essential structure to be investigated is fault zones. The results of geochemical 
investigations in the region show that mineralization has occurred as a result of infiltration of 
magmatic fluids into fractures and along dykes. 

This research uses a support vector machine to identify alteration zones on Aster data. Aster is a 
sensor system with a unique combination of comprehensive spectral coverage and high spatial 
resolution. ASTER provides high-resolution images in 14 spectral bands from the visible to the 
thermal infrared (TIR) regions of the electromagnetic spectrum. As mentioned above, the algorithm 
was trained using field study results. Finally, the accuracy of this method is compared with other 
traditional and neural network methods used to identify alteration zones in the region. 

Also, due to the high spatial resolution in the panchromatic band, tectonic studies are performed 
using Landsat (8) images. This research uses the SVM on the Landsat (8) data to recognize fault 
orientations. The data from the field studies that led to the preparation of the geological maps with 
the scale of 1.250000 and 1.100000 Geological Survey and Mineral Exploration of Iran is used to 
learn the algorithm. 

4- Conclusions 

Traditional classification approaches are weakly focused on image classification due to the large 
dimensions of the feature space. This study shows that the support vector machine algorithm can be 
well generalized on image classification problems. The results of the studies show that the average 
accuracy of image data classification using convolutional neural networks and support vector 
machine algorithms is 65% and 71%, respectively. 

In comparison, in machine learning algorithms in visual modeling, especially in cases where 
human error is possible, projects have time and cost limitations. On the other hand, the studied area 
is located in inaccessible areas. The field study is not possible, but it can have high accuracy for 
modeling mineral potential exploration. 
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مقدمه -1

استخراج ویژگی فرآیندی است که تصویر خام را در ابعاد 
هایی همچون  گیری کند تا اینکه در تصمیم کمتر ارایه می

تشخیص الگو و شناسایی اشیا تسهیل شود. یافتن و استخراج 
های قابل اعتماد و متمایزکننده همواره یک گام مهم  ویژگی
 تابعی صورت  به ها [. ویژگی12جام پردازش تصویر است ]برای ان

 و شوند می تعریف گیری اندازه اصلی قابل متغیرهای از
 الگو تشخیص و یا بندی طبقه اند و برای شی کننده یک تعیین

 برای زیادی های روش [.5گیرند ] مورد استفاده قرار می
 های یویژگ بر مبتنی  که شود می استفاده ها ویژگی استخراج
 استخراج برای [.27است ] رنگ و بافت آماری، هندسی،

 و بندی با قابلیت قطعه تصویری نیاز به هندسی های ویژگی
 بتواند که برای حذف نویزها است مورفولوژیکی فیلترهای اعمال

[. در 40و  6شود ] پردازش و گذاری برچسب مستقل طور به
اول  رتبهم های ویژگی های آماری، مورد استخراج ویژگی

های آماری مربوط به یک پیکسل است. هیستوگرام  شاخص
 دوم، مرتبه شدت روشنایی در این مرتبه قرار دارد ولی در

 [. بافت،19شود ] گرفته می نظر در نیز همسایه های پیکسل
 تصاویر استفاده بندی طبقه و تقسیم برای که است ویژگی

شدت  یا ها رنگ فضایی چیدمان در مورد را اطلاعاتی شود و می
 از تکراری الگوی یک بافت. دهد می ارایه تصویر در روشنایی
چنانچه بر . است تصویر شدت روشنایی در محلی تغییرات

در  باشد، تن و تکسل در پیکسل شدت های اساس ویژگی
باشد،  ها تکسل بین فضایی ارتباط دهنده نشان صورتی که

 به و است یژگیو ترین متداول رنگ .[43و  2ساختار گویند ]
 اطلاعات، و ها ویژگی سایر با مقایسه در آن بودن شهودی دلیل
 شود. آن به سهولت انجام می استخراج و تر مهم

  های مفید تصویر به در بیشتر موارد برای استخراج ویژگی
مورد استفاده قرار  1صورت خودکار، شبکه عصبی کانولوشن

عمیق در پردازش گیرد و به دلیل عملکرد مثبت یادگیری  می
های بدون ساختار  تصویر، از آن برای تجزیه و تحلیل داده

 [. 44شود ] بندی تصویر استفاده می همچون طبقه

 بیان کردند تصاویر آموزش شبکه عصبی 2کنگ و لی
CNNگذارد که  سازی ذخیره معدنی می تاثیر زیادی روی مدل

رخلاف ای است، ب آمار چندنقطه مبین همبستگی فضایی و زمین
ای  صورت ریاضی و دو نقطه آمار که به  واریوگرام در زمین

                                                      
1 Convolutional neural network (CNN) 
2 Kang and Lee 

 CNNاز شبکه عصبی  3ژنگ و همکاران .[21شود ] تعریف می
بندی تصاویر امواج لرزه  برای بالا بردن دقت عملکرد طبقه

 نشان دادند تفسیر 4[. چن و همکاران45] استفاده کردند
 دهانه ناسیش زمین خطر ارزیابی دقت سنگ ساختار خودکار

 انواع بر ورود اطلاعات همچنین علاوه  بخشد می بهبود را تونل
 مانند) برجا منطقه، شرایط مختلف واحدهای سنگی مختلف

داده  به مدل آموزش باید نیز (مراحل تشکیل و رطوبت دما،
 [.7شود ]

 داده مجموعه یک در ها کلاس کشف منتج به الگو تشخیص
 را ها داده از شده بازیابی متمایز اطلاعات ها، ویژگی. شود می

 کمک مختلف های دهند که به شناسایی کلاس می نشان
 های کلاس به ها داده تمایز توان به بندی را می طبقه. کند می

 [.24تعلق دارد، بیان کرد ] ها آن ها به داده مختلف که

آماری  تئوری چارچوب در 5پشتیبان بردار  الگوریتم ماشین
 از بسیاری در موفقیت با توسعه پیدا کرده و 6کورتکس و وپنیک

 ،(7فرناندز) زمانی های سری بینی جمله پیش از کاربردها،
 های داده پردازش و (8همکاران و تفاس) چهره شناسایی

مورد  (9همکاران و وروپولوس) پزشکی تشخیص برای بیولوژیکی
 آن تجربی موفقیت و نظری مبانی. استفاده قرار گرفته است

همچنین  و ویژگی مورد در بیشتری شد، تحقیقات موجب
 [.14به عمل آید ] این روش کاربردهای

سازی  شده در زمینه مدل  در ادامه به برخی تحقیقات انجام
 شود. روش هوشمند اشاره می های معدنی به پتانسیل

 ماشین یادگیری ویژه به  مصنوعی هوش کرد بیان 10وایلا ان
 و زمین علوم زمینه در را سودمندی اقتصادی های فرصت
 توان به اکتشاف کند که می می فراهم معدنی مواد فرآوری
اشاره کرد که  CNN عصبی شبکه از استفاده با معدنی ذخایر
 عنوان به تصاویر از است و عمیق یادگیری های الگوریتم از یکی

 معکوس سازی مدل برای CNN از وی کند، می استفاده ورودی
 های مکان در سازی کانی با هدف شناسایی های ژئوفیزیک داده

کرد  استفاده ای، منطقه و یا در مقیاس محلی خواه مختلف،
 به این موضوع اشاره کردند که هوش 11[. چن و همکاران30]

                                                      
3 Zhang et al. 
4 Chen, Jiayao (2021) 
5 Support Vector Machine (SVM) 
6 Cortex and Vapnik 
7 Fernandez (1999)  
8Tefas et al. (1999)  
9 Veropoulos et al. (1999) 
10 Nwaila 
11 Chen, Lirong (2020) 
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به ویژه  شناسی علوم زمین در مسایل از راهکار بسیاری مصنوعی
 اهداف و ها روش وجود، این با. است بزرگ های در مورد داده

 فاقد و ابتدایی مراحل در هنوز مصنوعی هوش بر بتنیم
[. رحیمی و 8است] یکپارچه کاربردی و نظری چارچوب

را برای یادگیری ماشین  ذخیره فاقد های مکان همکاران تعداد
 های الگوریتم کارایی بر که بیان کردند برانگیز چالش موضوع یک

. گذارد یم تاثیر مواد معدنی سازی اکتشاف مدل در شده نظارت
 بر ذخیره و فاقد آن را مناطق دارای تاثیر تعداد منظور این برای

[. 32قرار دادند ] بررسی مورد اکتشافی های مدل اثربخشی
 جدید معدنی ذخایر بیان کردند کاهش 1شیرمارد و همکاران

 در مختلف معدنی مواد برای تقاضا افزایش و شده کشف
 تا است داشته آن بر را اکتشافی شناسان زمین اخیر، های سال

 انواع پردازش برای تر نوآورانه و کارآمدتر های روش دنبال به
های  پتانسیل اکتشاف یک از مراحل هر در مختلف های داده

 گام عنوان ها تاکید کردند که در هر تحقیق به  آن. باشند معدنی
 شناسی منطقه مورد مطالعه  مختلف زمین های باید ویژگی اول،

 دگرسانی، شناسی، انواع  سنگی، زمین واحدهای از جمله
گذاری و  هدف به کمک برای شاخص، های کانی و ساختارها

از جمله . شود  آوری جمع معدنی در مورد ذخایر گیری تصمیم
 افزایش دور است، از سنجش های اطلاعات مورد استفاده داده

 ملزم را شناسان زمین مختلف، های سکو از ها حجم داده سریع
 ها داده پردازش قوی و نوآورانه پیشرفته، های روش توسعه هب

 ماشین است که ها، یادگیری یکی از این روش. است کرده
 های داده مجموعه از ای گسترده طیف پردازش به تواند می

 معدنی اینکه طیف مواد  با توجه به. کند کمک دور از سنجش
 مختلفی ایه ایجاد روش به منجر این امر است، فرد به منحصر

 و ای کتابخانه های طیف با تصویر پیکسل های طیف تطبیق برای
 عضو های به طیف مخلوط پیکسلی های طیف تفکیک و میدانی
 معدنی مواد وجود مثال، عنوان  به. خالص شده است نهایی

 های کانی ،(ایلیت و مانند کائولینیت) رسی های کانی همچون
 و کلسیت مانند) کربناته های کانی ،(آلونیت مانند) سولفاتی
 سیلیس و( گوتیت و هماتیت مانند) آهن اکسیدهای ،(دولومیت

 و آرژیلیک پروپیلیتی،) دگرسانی های معرف رخساره( )کوارتز
 ترمال اپی های نهشته کلیدی های بوده است و شاخص (نظایر آن

 بیان کردند برآورد 2[. داماکور دیوپی و آریا35اند ] پورفیری و
 با معدنی کانسار یک تناژ و عیار تعیین شامل عدنیم ذخایر

 تخمین های روش .شود مختلفی انجام می های روش از استفاده
 حال، این با. اند آماری زمین و هندسی های مرسوم شامل تکنیک

                                                      
1 Shirmard et al. 
2 Dumakor-Dupey and Arya 

 محققان به یادگیری ماشین های الگوریتم در اخیر های پیشرفت
 در یادشده های روش از ظرفیت تا است داده را امکان این

 ماشین یادگیری های مدل. کنند استفاده معدنی ذخایر برآورد
 و دهند جای خود در را شناسی زمین پارامتر چندین توانند می

 عملکرد و بزنند تقریب را ها آن پیچیده بین غیرخطی روابط
 و [. ناتوانی11دهند ]  نشان معمولی های روش به نسبت برتری

 کمان متالوژنی و ژئوشیمیایی اکتشاف زمینه در 3همکاران
 در نظر با پورفیری مس ذخیره سازندهای شناسایی و ماگمایی

 از های دربرگیرنده سنگ به مربوط های داده مجموع گرفتن
 این از هدف ها آن کردند، استفاده ماشین یادگیری های روش

 تمایز برای یادشده های روش از استفاده امکان را مطالعه
 با که هایی نمونه و پورفیری مس ذخایر با مرتبط های نمونه
 در نهایت که کردند بیان نیستند، مرتبط منطقه سازی کانی
 های روش به نسبت بالا با دقت پورفیری مس اکتشاف به منجر

و  SVM[. طهمورثی و همکاران از 28شد ] متغیره آمار دو
آمار  و زمین CNNتجمیع آن با الگوریتم ژنتیک پیوسته، 

های  سازی عددی اکتشاف پتانسیل ( برای مدل)کریجینگ
ها و  سازی زون معدنی استفاده کردند، همچنین برای مدل

و تجمیع آن با الگوریتم  CNNساختارهای آنومالی روش 
دهد  ژنتیک پیوسته را به کار بردند. نتایج بدست آمده نشان می

و  38، 37، 36های یادگیری ماشین دقت بالایی دارد ] روش
39 .] 

 SVMو  CNNهای  در مورد نقاط قوت و ضعف روش
 توان به موارد زیر اشاره کرد:  می

فیلترها را  خودکار طور به  که است این CNN اصلی مزیت
شناسایی  را مهم های های ورودی اعمال و ویژگی روی سیگنال

گیرد. از دیگر  می یاد را کلاس هر متمایز های و ویژگی کند می
 داده از تولید و آوری جمع توانایی روش این اصلی مزایای

 تصویر پردازش در این روش بیشتر از [.3است ] قبلی اطلاعات
 اساس بر تصویر بندی طبقه سنتی رویکردهای. شود استفاده می

 پیچیده، فرآیند آن و دستی طور مهندسی و به های ویژگی
 ها داده مجموعه یا مساله که زمان بر و پرهزینه است. هر زمان

 متخصصان دانش کند و به می تغییر کند، فرآیند نیز  یرتغی
 به نیازی CNNولی در ندارد. قابلیت تعمیم دارد و بستگی

 از خودکار طور به مهم های ویژگی نیست و مهندسی ویژگی
 اصلی ضعف [. نقطه20شود ] استخراج می آموزش فرآیند طریق
CNN مجموعه یادگیری برای مورد نیاز بالا بودن زمان 

 استفاده از CNNاز دیگر مزایای  بزرگ است. های داده

                                                      
3 Nathwani et al. 
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مناسب  گذاری برچسب ها است ولی داده افزایش های روش
 کارهای از در بسیاری. شود انجام متخصصان توسط باید ها داده

کار گرفته  به انتقالی یادگیری ،CNN معماری با تحقیقاتی
 آموزش پیش از های مدل موجود دانش از طوری که به  شود می

. شود می استفاده یادگیری کارایی بالابردن برای شده دیده 
 کوچک آموزشی های داده مجموعه داشتن دلیل به که هنگامی

 با نداشته باشد وجود ابتدا از شبکه آموزش یا پیچیده امکان
 مقداردهی شده، داده آموزش پیش از مدل های استفاده از وزن

 آموزش پیش از ی کانولوشنهای عصب شبکه. شود انجام می اولیه
 ها با مجموعه داده روی بر اند که قبلا هایی مدل دیده شده،

 بر ها مدل این سپس. اند دیده آموزش متفاوت های کلاس تعداد
 [. 20شوند ] می تطبیق داده مطالعه مورد های داده مجموعه

از نقاط  تصاویر از متفاوت دید زاوایای ایجاد در توانایی عدم
 لایه اجرای با این حال. است SVM های کننده بندی طبقه ضعف

کند  غلبه امر این بر تواند می پنهان لایه چندین با اتصال کامل
توان به عملکرد خوب آن در صورت  می SVM[. از مزایای 18]

 در مورد ها، اشاره کرد. حتی داده مورد در اطلاع نداشتن
 تصاویر متن و نندما یافته ساختار نیمه و ساختار بدون های داده

واقعی را  قدرت توابع کرنلی .کنند می عمل خوبی این روش به
مسایل  توان می مناسب، کرنل تابع یک با دهد. می SVM به

هایی با ابعاد بالا نیز  کرد. این روش روی داده حل را پیچیده
خوبی  تعمیم عمل در SVM های خوبی دارد. مدل عملکرد 

 در SVM .دهد رخ می آن کمتر در برازش مشکل بیش دارند و
 ارایه بهتری نتایج (،ANN) های عصبی ساده شبکه با مقایسه

کرنل  تابع یک این است که انتخاب SVM از معایب .دهند می
 های داده مجموعه برای آموزش زمان .نیست آسان مناسب،

 نیز چندان SVM 1فراپارامترهای دقیق بزرگ طولانی و تنظیم
  [.1نیست ] آسان

این تحقیق هدف بررسی کارایی ماشین بردار پشتیبان  در
[، 39در بینایی ماشین است. با توجه به اینکه در تحقیق قبلی ]

شناسی از شبکه عصبی  برای تشخیص ساختارهای زمین
کانولوشن و نیز تجمیع آن با الگوریتم ژنتیک پیوسته بر روی 

در این های تصویری در منطقه گناباد استفاده شده است،  داده
سازی تصویری  تحقیق ماشین بردار پشتیبان برای مدل

شود تا دقت این دو روش در حوزه  کار گرفته می اکتشافی به
 یادگیری ماشین مورد مقایسه قرار گیرد.

                                                      
1 Hyperparameters 

هاموادوروش -2

موقعیتجغرافیاییوزمینشناسیمنطقهموردمطالعه -2-1

شناسی و  های زمین با توجه به امکان گردآوری داده
رضوی،  ورسنجی در منطقه گناباد واقع در استان خراساند

های معدنی با  سازی تصویری اکتشاف پتانسیل الگوریتم مدل
بردار پشتیبان در این منطقه مورد بررسی قرار  استفاده از ماشین

های هلالی با مساحت  نام  گیرد. این منطقه شامل دو زون به می
 491با مساحت غرب و آهنی  کیلومترمربع در شمال 504

( است. منطقه مورد 1شرق )شکل  کیلومترمربع در جنوب
بررسی دارای واحدهای سنگی با سن پالئوزوئیک، مزوزوئیک و 
سنوزوئیک است، واحدهای آذرین درونی و بیرونی که عمدتا در 

است حاصل از فوران ماگمایی با  دوران سنوزوئیک تشکیل شده 
است که منجر به ایجاد ترکیب مافیک، حدواسط و یا اسیدی 

 های فیلیک، دگرسانیهای دگرسانی در منطقه شده است.  زون
های غالب  آلتراسیون پروپیلیتیک، آرژیلیک، سیلیسی و آهنی

زایی،  های دگرسانی و کانی اند. با توجه به ارتباط زون منطقه در
شناسان را به  های دگرسانی همواره نظر زمین شناسایی زون

( در ژوراسیک پیشیناست. سازند شمشک ) خود جلب کرده 
زون آهنی، بیشترین گسترش را در منطقه دارد. سازند شمشک 

سنگ،  های شیلی، ماسه در منطقه از سه عضو آتشفشانی، توده
 های دگرگونی شامل کوارتزیت، آهک و شیل سیاه و سنگ سنگ

اسلیت و فیلیت تشکیل شده است. طبق مستندات موجود 
ازند شمشک در محیط کم ژرفای دریایی واحدهای رسوبی س

توان به  های دگرگونی را می است، علت وجود سنگ نهشته شده 
های متعدد در منطقه و نفوذ   ها و گسل دلیل وجود دایک

ها بیان کرد که در برخی  سیالات ماگمایی به داخل شکستگی
 سازی شده است. ها باعث ایجاد دگرسانی و کانی محل

معرفیروش -2-2

سازی اکتشاف  ه به اهمیت ساختار منطقه در مدلبا توج
های  های معدنی در این مطالعه عملکرد الگوریتم پتانسیل

گیرد.  هوشمند در شناسایی ساختارها مورد بررسی قرار می
سازی تصویری و شامل دو مرحله  مبنای این تحقیق مدل
بندی است. ورودی شبکه بردارهای  استخراج ویژگی و طبقه

ویر و خروجی سیستم برچسب بردارهای پیکسلی پیکسلی تصا
 است.
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موردمطالعههشناسیمنطقزمینهنقش-1شکل

معماری مورد استفاده برای استخراج ویژگی در این مطالعه 
نت یک شبکه عصبی کانولوشن عمیق  نت است. الکس الکس

بندی تصاویر رنگی طراحی شده  است که برای شناسایی و طبقه
پیکسل ورودی بعد از اعمال چندین لایه کانولوشن  است. بردار 

ترتیب اطلاعات طیفی در  و ادغام به بردار ویژگی تبدیل و بدین
شود. اصول کلی این معماری  بردار پیکسل ورودی استخراج می

 [:9] شرح زیر است به 

تر و  عمیق CNNمدل  1الکس کریژوسکی و همکاران
نهاد دادند که معماری نت پیش تری را در مقایسه با لی وسیع

نت با توجه به استفاده از  تری داشت. از معماری الکس پیچیده
GPU2سازی ، تابع فعال ReLUنام حذف  سازی به ، روش منظم

آمیزی بدست آمد. قدرت  ها، نتایج موفقیت نرونی و افزایش داده
CNN های مناسب شبکه دارد که به وسیله  بستگی به وزن

 پیش از های شوند. مدل خطا یادگیری میانتشار  الگوریتم پس
 مجموعه روی نت قبلا نت و الکس شده همچون لی دیده  آموزش

های اولیه  بایاس و ها وزن و اند دیده آموزش( عظیم) های داده
 .همراه دارند  به خود را

                                                      
1 Alexnet Krizhevsky 
2 Rectified linear units 

 با است و 3ادغام و کانولوشن های لایه شامل CNN فرآیند
 ساخته عمیق معماری ام،ادغ و کانولوشن لایه انباشت چندین

𝑣𝑖𝑗نرون  مقدار. شود می معرفی کانولوشن لایه ابتدا .شود می
𝑥 در 

 2و  1 طبق رابطه ith لایه در jth ویژگی نقشه از x موقعیت
 است:

(1) 𝑣𝑖𝑗
𝑥 = 𝑔(𝑏𝑖𝑗 + ∑ ∑ 𝑤𝑖𝑗𝑚

𝑝𝑃𝑖−1
𝑝=0𝑚 𝑣(𝑖−1)𝑚

𝑥+𝑝
) 

(2) 𝑔(𝑥) = tanh(𝑥) =
𝑒𝑥−𝑒−𝑥

𝑒𝑥−𝑒−𝑥 

 ن:آکه در 
m:  نقشه ویژگی در لایه قبلیth(1i-)  را متصل شده به نقشه

 دهد. ویژگی جاری نشان می
wijm

p:  وزن موقعیتp  در نقشه ویژگیmth  
pi: عرض کرنل 
bij:  بایاس نقشه ویژگیjth  در لایهith 

 در شود. نورون شن قبل مربوط میهر لایه ادغام به لایه کانولو
ترین  متداول .کند می ترکیب را کانولوشن لایه از بخشی ادغام لایه

 شود: تعریف می 3صورت رابطه  عملیات، ادغام بیشینه است که به 

                                                      
3 Pooling 
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(3) 𝑎𝑗 = 𝑚𝑎𝑥𝑁×1(𝑎𝑖
𝑛×1𝑢(𝑛, 1)) 

بخشی از یک لایه   ای به یک تابع پنجره u(n,1)که در آن 
مقدار بیشینه در این همسایگی است. تمام  ajلوشن و کانو
های کانولوشن و ادغام با استفاده از الگوریتم  ها شامل لایه لایه

 شوند. پس انتشار خطا آموزش داده می

بدست  1دو بعدی با تعمیم رابطه  CNNشبکه عصبی 
vijآید، مقدار نورون  می

xy  در موقعیت(x,y)  نقشه ویژگیj  ام در
 است:  4صورت رابطه  ام به  iه لای

(4) 𝑣𝑖𝑗
𝑥𝑦

= 𝑔(𝑏𝑖𝑗 + ∑ ∑ ∑ 𝑤𝑖𝑗𝑚
𝑝𝑞𝑄𝑖

𝑞=0
𝑃𝑖−1
𝑝=0𝑚 𝑣(𝑖−1)𝑚

(𝑥+𝑝)(𝑦+𝑞)
) 

 که در آن:
m :( نقشه ویژگی در لایهi-1 ام متصل شده به نقشه ویژگی )

 ام jجاری 
wijm

pq: ( وزن موقعیتp,qمتصل شد ) ه به نقشه ویژگیm ام 
Pi  وQi: رتفاع و عرض کرنل کانولوشن مکانیا 
bij:  بایاس نقشه ویژگیjth  در لایهith 

نت روی  [. الکس9شود ] ادغام به طریق مشابه قبل انجام می
طبقه آموزش داده شده و از  1000یک میلیون تصویر رنگی با 

است. در  لایه اتصال کامل تشکیل شده  3لایه کانولوشن و  5
یک لایه کانولوشن چندین کرنل کانولوشن )فیلترها( هم اندازه 

های خوب را در یک تصویر استخراج  وجود دارد که ویژگی
با  نت تصویری کند. برای مثال اولین لایه کانولوشن الکس می

سپس  کند عنوان ورودی دریافت می  را به 227×227×3  اندازه
و مقدار  4 مقدار گام با 11×11کرنل  96با استفاده از 

کانولوشن را روی عکس ورودی  یاتعمل 2برابر  گذاری لایه
 هبه انداز ویژگی  نقشه 96دهد. خروجی این لایه  انجام می

 خطی هشد ساز واحد یکسو است که به یک تابع فعال 55×55
 34944شود. این لایه  بعدی منتقل می  وارد و به لایه )رلو(

ها همواره  عرض و ارتفاع کرنل .رداردپارامتر یادگیری را درب
 کانولوشن اول لایه ها است. دو یکسان و عمق همان تعداد کانال

 چهارم سوم، های لایه شود و می دنبال ادغام بیشینه های با لایه
  شوند که به می متصل هم به مستقیم طور به کانولوشن پنجم و

 یهلا نقشه ویژگی دارند. پنجمین 256و  384، 384ترتیب 
 دو به آن خروجی و متصل ادغام بیشینه لایه به یک کانولوشن

 یک لایه به دوم اتصال کامل لایه. شود وارد می اتصال کامل لایه
شود. تابع  متصل می برچسب 1000 با مکس سافت بندی طبقه

 و اتصال کامل های کانولوشن کلیه لایه از پس رلو غیرخطی
 [.23] گیرد مورد استفاده قرار می

[. تابع 4نت استفاده از تابع رلو است ] یژگی مهم الکسو

ساز غیرخطی تانژانت هیپربولیک یک روش معمول برای  فعال
نت نشان داد که استفاده  یادگیری شبکه عصبی است ولی الکس

( موجب آموزش 2از تابع غیرخطی رلو )منحنی پیوسته شکل 
ای تواند کاهش نرخ خط نت می شود. الکس می CNNتر  سریع

درصد را شش مرتبه سریعتر از یک شبکه با استفاده از  25
 [.22( تجربه کند ]2ای شکل  تانژانت هیپربولیک )منحنی نقطه

 
نمودارکاهشنرخخطاییادگیریبااستفادهازتوابعرلو-2شکل

[22ای(])منحنیپیوسته(وتانژانتهیپربولیک)منحنینقطه

ر خیلی بالا یا خیلی پایین دهد در مقادی نشان می 3شکل 
Z  تابع تانژانت هیپربولیک اشباع و شیب تابع نزدیک به صفر

 Zشود. درحالی که شیب تابع رلو در مقادیر بالا و مثبت  می
 همگرایی به امر ( که این4نزدیک به صفر نیست )شکل 

 صفر شیب Z منفی مقادیر کند. برای می شبکه کمک سریعتر
 مثبت مقادیر معمولا عصبی شبکه یک یها نورون اکثر اما است

تابع تانژانت  بر عملکرد تابع رلو همین دلیل دارند. به
 [.29شود ] می هیپربولیک غالب

 
[29سازتانژانتهیپربولیک]تابعفعال-3شکل

 
[.29سازغیرخطیرلو]تابعفعال-4شکل

خوب و  آموزشی های داده روی بر عصبی عملکرد شبکه اگر

mailto:طهمورثیmandana_tahmooresi@yahoo.com
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 آن مناسب نباشد، به جدید )آزمایشی( های داده روی بر
نت برای کاهش  الکس برازش گویند. در شبکه عصبی بیش
 انتقال سازی، مانند قرینه  داده های افزایش روش برازش از بیش

 اندازی نرون های افقی و عمودی و بیرون در جهت اصلی تصویر
 رد است. شده  (، استفاده2012) 1شده توسط هینتون معرفی

ترتیب وارد فرآیند  و بدین خارج شبکه از نورون یک اندازی، برون
متفاوتی  معماری با ورودی هر بنابراین. شود نمی انتشار خطا پس

وزنی بدست  پارامترهای نتیجه، در کند که شبکه عبور می از
 آمده اطمینان بیشتری دارند. 

شده در  اجشهای استخر سازی ویژگی بندی و مدل برای طبقه
شود. به عبارتی  ین تحقیق از ماشین بردار پشتیبان استفاده میا

یکی از  SVMدر بینایی ماشین است.  SVMهدف کاربرد 
[ که مرز 31های یادگیری ماشین است ] قدرتمندترین الگوریتم

 مجموعه زیر با کند و گیری بین دو کلاس را ایجاد می تصمیم
 مشخص شتیبانپ بردارهای نام به آموزشی های داده از خاصی

شبکه عصبی  به نسبت پشتیبان بردار ماشین مزیت. شود می
 با فرد به منحصر تصمیم مرز یک که است این پرسپترون در

در  استفاده از توابع کرنل نسخه کند و می ایجاد حاشیه حداکثر
[. رابطه جداکننده خطی 34بسیار موثر است ] سرعت یادگیری

 [:26نوشت] 5رابطه  ورت به ص sgn(x)توان با تابع  را می

(5) f(x) = sgn(wxi + b) 

 که در آن:
w: گیری بردار نرمال ابرصفحه تصمیم 
xi: ای های نقطه داده 

را از ابرصفحه  1 هها حداقل فاصل همه داده شود میفرض 
های  حدی برای مجموعه داده هرابط دو ترتیب ، بدیندارند

ام  iکلاس داده  yiشود که در اینجا  تعریف می{(xi,yi)}آموزشی
 است: 8تا  6های  رابطهصورت  به

(6) 𝑦𝑖 ∈ {−1, +1} 

(7) 𝑤𝑥𝑖 + 𝑏 ≥ +1 

(8) 𝑤𝑥𝑖 + 𝑏 ≤ −1 

 :است 9رابطه  که معادل است با

(9) yi(wxi + b) ≥ 1     i=1,2,…, n 

تعریف  سازی مقید برای حداکثر شدن حاشیه، رابطه بهینه
 :(10شود )رابطه  می

                                                      
1 Geoffrey Hinton 

 

(10) Min     τ(w) =
1

2
‖w2‖  yi(wxi + b) − 1 ≥ 0 

صورت ه له باتر آن است که مس له سادهابرای حل این مس
طرح و حل شود. برای بدست آوردن شکل دوگان م دوگان

در قیود ضرب شده و از تابع  0I مثبت لاگرانژ له ضریب امس
 شود: مساله اولیه گفته می 11به رابطه شود،  هدف کسر می

(11) 

 𝐿(𝑤, 𝑏, 𝛼) =
1

2
‖𝑤2‖ − ∑ 𝛼𝑖

𝑙
𝑖=1 (𝑦𝑖((𝑥𝑖𝑤) + 𝑏)) − 1 

نسبت به  تابع مشتقباید  برای داشتن پاسخ بهینه
 (:13و  12)روابط  شود برابر صفر قرار داده می b و w متغیرهای

(12) 𝜕

𝜕𝑏
𝐿(𝑤, 𝑏, 𝛼) = 0 

(13) 𝜕

𝜕𝑤
𝐿(𝑤, 𝑏, 𝛼) = 0 

سازی  رابطه دوگان مساله بهینه ،11با جایگذاری در رابطه 
 شود: تعریف می 15و  14های  شرح رابطه به

(14) 𝑀𝑎𝑥 ∑ 𝛼𝑖
𝑙
𝑖=1 −

1

2
∑ 𝛼𝑖

𝑙
𝑖𝑗=1 𝛼𝑗𝑦𝑖𝑦𝑗(𝑥𝑖𝑥𝑗) 

(15) 0yi

l

1i

i 


      &       𝛼𝑖 ≥ 0  i=1,…,l 

 :است 16طبق رابطه ابرصفحه بهینه 

(16) 𝑓(𝑥) = 𝑠𝑔𝑛(∑ 𝑦𝑖
𝑙
𝑖=1 𝛼𝑖(𝑥𝑥𝑖) + 𝑏) 

صورت  سازی در حالت حاشیه نرم به  دوگان مساله بهینه
 شود: تعریف می 18و  17روابط 

(17) 𝑀𝑎𝑥 ∑ 𝛼𝑖
𝑙
𝑖=1 −

1

2
∑ 𝛼𝑖

𝑙
𝑖𝑗=1 𝛼𝑗𝑦𝑖𝑦𝑗(𝑥𝑖𝑥𝑗) 

(18) 0yi

l

1i

i 


      &        0 ≤ 𝛼𝑖 ≤ 𝐶 

C  متغیرهای دوگانه با حل جریمه یا هزینه است. پارامتر
شوند، بعد از آن  آموزشی بدست آورده می های داده مجموعه

SVM مورد استفاده قرار های آزمایشی  بندی داده برای طبقه
ها دارای قابلیت  . یک فرض مهم این است که دادهگیرد می

ها به صورت خطی قابل  اگر دادهباشند و جداسازی خطی 
با استفاده از توابع کرنل  را لهامس توان تفکیک نباشند، می

ورودی به  های دادهتوابع کرنل برای تبدیل  کرد.مختلف حل 
  بهدر این حالت  شود. استفاده می فضای ویژگی با ابعاد بالاتر

 :(19)رابطه  شود کار برده میه ب K(xi,xj)تابع کرنل  xi,xjجای 

(19) f(x) = sgn(∑ yi
l
i=1 αiK(xi, x) + b) 

ای، تابع پایه شعاعی  خطی، چندجمله ،توابع کرنل متداول
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(21
RBF)[ که در این مطالعه از 17] اندRBF  استفاده شده

 است:

(20) 𝑘(𝑥𝑖 , 𝑥𝑗) = exp {−‖𝑥𝑖 − 𝑥𝑗‖
2

}  ,  >0 

: .ضریب کرنل است 

)محدودیت  Cتوان به  ، میSVMالگوریتم از فراپارامترهای 
)گاما یا ضریب کرنل( اشاره کرد  ارامتر هزینه( و پای یا  جعبه

شوند، مقدار بالای  که قبل از یادگیری، مقداردهی اولیه می
ذیرتری را با حاشیه کم ایجاد پ ای مدل انعطاف محدودیت جعبه

 رزانحنا مباشد،  کمترهرچه مقدار گاما  کند. همچنین می
 .[33خواهد بود ] گسترده بسیار تصمیم منطقه و پایین تصمیم

های زیر استفاده و  سازی شاخص برای ارزیابی عملکرد مدل
 شود. نویسی انجام می در محیط متلب برنامه

 های روش بهترین از یکی ریختگی درهم ماتریس تشکیل
 و بینی پیش انجام برای شده ایجاد های مدل دقت ارزیابی
 این. است دسته دو از بیش با مسایلی ویژه در به دیبن دسته

 به های پاسخ واقعیت، با مدل از حاصل نتایج مقایسه با ماتریس
ماتریس درهم  1کند. جدول  می را بررسی ها مدل از آمده دست

 دهد: را با دو کلاس نشان می 1ریختگی

[15ماتریسدرهمریختگی]-1جدول

شدهبینیبرچسبپیش

 مثبت منفی

FN TP برچسب  مثبت
 منفی TN FP شده شناخته

TP صحیح،  مثبت پاسخTN صحیح،  منفی پاسخFP پاسخ 
 اجزای تعیین از پس منفی غلط است. پاسخ FN غلط و مثبت

 مدل را با و عملکرد کارایی توان می ریختگی درهم ماتریس
 کرد.  ارزیابی اساسی زیر معیارهای استفاده از

 شمار به ها مدل ارزیابی معیارهای ترین رایج از 2معیار دقت

 نسبت مجموع که میزان دقت مدل را با محاسبه رود می
دهد  نشان می ها پاسخ کل ( را بهTNو TPصحیح ) های پاسخ

 (.21)رابطه 

(21) Accuracy =
TP+TN

TP+TN+FP+FN
 

 در را ها مدل حساسیت و توانایی میزان 3معیار حساسیت
محاسبه  با این امر. کند می شخصم صحیح بندی انجام دسته

                                                      
1 Confusion matrix 
2 Accuracy 
3 Sensitivity-Recall 

 مثبت های پاسخ مجموع به صحیح مثبت های پاسخ نسبت
 نام به همچنین معیار این. شود می انجام غلط و منفی صحیح

 عبارت به .شود می شناخته نیز مدل صحیح مثبت نرخ پاسخ
 باید که مواقعی را در ها عملکرد مدل این معیار، حساسیت دیگر
 (.22)رابطه  کند باشند، ارزیابی می داشته مثبت پاسخ

(22) Sensitivity =
TP

TP+FN
 

 تمایز بین ایجاد را در ها مدل توانایی میزان 4ویژگی معیار
مجموع  به صحیح منفی های پاسخ نسبت تعیین با ها دسته
 معیار این .کند می مشخص صحیح منفی و غلط مثبت های پاسخ

ارایه  منفی های اسخپ برای را معیار حساسیت مشابه مفهومی
 شود. می شناخته نیز صحیح منفی های پاسخ نرخ نام به و کند می

(23) Specificity =
TN

FP+TN
 

 اعتمادپذیری و میزان دقت معیار این 5معیار صحت
 دیگر عبارت کند یا به می مشخص را  مدل مثبت های پاسخ

. کند تعیین می را مدل مثبت های پاسخ بودن صحیح احتمال
 شود. می شناخته نیز مثبت بینی پیش ارزش نام با معیار این

(24) Precision =
TP

TP+FP
 

 و دقت ارزیابی معیارهای ترین جامع از یکی F1-score معیار
 رابطه طبق که است بینی پیش و بندی های دسته مدل عملکرد

 [:41شود ] تعیین می 25

(25) F1 − score = 2 ×
Precision×Recall

Precision+Recall
 

 6عملیاتی گیرنده منحنی ای منحنی مشخصه عملکرد سیستم
بندی  نمودار گرافیکی است که توانایی تشخیص یک سیستم  طبقه

 (TPR)دهد. این منحنی برای بیان نرخ مثبت صحیح  را نشان می
رود. محور عمودی این  به کار می (FNR)در برابر نرخ مثبت غلط 
( است. 1ی آن معیار )ویژگی و محور افق منحنی معیار حساسیت

بالای خط  شود. ساز نیز در این منحنی دیده می یک خط نیم
اند که مقدار حساسیت یا نرخ مثبت  نقاطی قرار گرفتهز، سا نیم

بیشتر  (FPR) ها نسبت به نرخ مثبت کاذب آن (TPR) صحیح
ساز قرار گیرد، روش عملکرد  است. هر چه منحنی بالاتر از خط نیم

تر  و نتایج این روش برای استفاده قابل اطمینان داردری ت مناسبی
مقدار  ز،سا روی خط نیم. ب( -5الف و  -5های  )شکل خواهد بود

با  (FPR) و نرخ مثبت کاذب (TPR) عددی نرخ مثبت صحیح
ساز قرار گیرد، روش  وقتی منحنی روی خط نیم .یکدیگر برابر است

  قابل اطمینان آنیج برخوردار نیست و نتا  از عملکرد مناسبی
                                                      
4 Specificity 
5 Precision 
6 Receiver operating characteristic (ROC) 
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اند  نقاطی قرار گرفته، ساز پایین خط نیم .ج(-5)شکل  نخواهد بود
ها نسبت به  آن (TPR) که مقدار حساسیت یا نرخ مثبت صحیح

ساز  خط نیم زیروقتی منحنی ، کمتر است (FPR) نرخ مثبت کاذب
د(. به -5دارد )شکل   روش عملکرد بسیار نامناسبی قرار گیرد،

 AUC (Area Under نحنی مشخصه عملکرد سیستم،مزیر سطح 

Curve) [.16] شود گفته می 

 
)د()ج()ب()الف(

[16عملکرددرمعرفیتواناییمدل] مشخصه منحنی-5شکل

 
[36بندیآموزششبکهعصبیکانولوشن]تصاویرطبقه-6شکل

سازیروشدهپیا -2-3

های آلتراسیون و تکتونیک  اهمیت شناسایی زون با توجه به 
سازی اکتشافی، در این تحقیق شناسایی ساختار  منطقه در مدل

گیرد  بردار پشتیبان مورد مطالعه قرار می  با استفاده از ماشین
های مربوط در محیط متلب  همین منظور الگوریتم که به 

های  های آلتراسیون از داده یی زوننویسی و برای شناسا برنامه
( OLIهای ) ها در منطقه از داده استر و برای تعیین جهت گسل

شود. یادگیری شبکه عصبی با استفاده  ( استفاده می8لندست )
گیرد. در ابتدا  های مربوط به مطالعات میدانی انجام می از داده

 شوند که این امر با تصاویر به قطعات یکسان برش داده می
شود. اندازه تصاویر  نویسی در متلب انجام می استفاده از برنامه

پیکسل و  30×30های آلتراسیون  ورودی برای شناسایی زون
 شود. پیکسل انتخاب می 100×100ها  برای گسل

همین دلیل دو مجموعه داده تعریف و سپس به تعداد   به
های  ها )وجود یا نبود آلتراسیون در بحث اول و جهت کلاس

های حاوی  غالب و یا نبود گسل مربوط به موضوع دوم(، پوشه
های  هایی از برش  شود. نمونه تصاویر مربوط در آن قرار داده می

 است.   آورده شده 6تصاویر در شکل 

 RGBصورت   و به jpgهای تصویری  قالب ذخیره کلیه فایل
درصد  30های آموزشی و  ها به عنوان داده درصد داده 70است و 

های آموزشی و آزمایشی با  های آزمایشی است. داده قیه دادهب
 شوند. صورت تصادفی انتخاب می به randpermاستفاده از تابع 

نت برای استخراج ویژگی  در این مطالعه از معماری الکس
روی لایه  activationsشود. برای این منظور از تابع  استفاده می

 اتصال کامل استفاده شده است. 

پایه  ، تابع کرنلTemplateSVMبندی تابع  ن برای طبقههمچنی
و مقیاس کرنلی  10ای برابر  (، محدودیت جعبهRBF) شعاعی

 سهلاهای چندک برازش مدل گیرد. برای فرض مورد استفاده می پیش
 شود. استفاده می fitcecocها نیز تابع  بندی داده طبقهبرای 

آمده از ماتریس درهم ریختگی بدست  3و  2های  جدول
های آلتراسیون و  برای شناسایی زون SVMسازی تصویری  مدل
شود،  ملاحظه می 2دهد. همانطور که در جدول  ها را نشان می گسل

های آلتراسیون،  نمونه تصویری آزمایشی مربوط به زون 433از 
نمونه را به درستی در کلاس مربوطه شناسایی کرده  276الگوریتم 

 نمونه آزمایشی 211نبود زون آلتراسیون با مربوط به  1است. کلاس 
نمونه آزمایشی  222مربوط به وجود زون آلتره شده با  2و کلاس 

نمونه  199و  1نمونه مربوط به کلاس  77است که از این تعداد 
 درستی شناسایی شده است. به 2مربوط به کلاس 

 

 



یرانناعدیمهندسیملمهعنشریبابایی،سعیددهقانبهنام،طهمورثیماندانا

58 

سازیتصویریماتریسدرهمریختگیحاصلازمدل-2جدول

SVMهایآلتراسیونشناساییزونبرای



سازیتصویریماتریسدرهمریختگیحاصلازمدل-3جدول

SVMهایگسلهبرایشناساییزون

 
های گسله  سازی زون در مدل SVMدر مورد عملکرد الگوریتم 

نمونه تصویری آزمایشی مربوط به  406، از 3مطابق جدول 
رستی در کلاس مربوط نمونه را به د 319های گسله، الگوریتم  زون

های گسله با جهت  مربوط به زون 1شناسایی کرده است. کلاس 
جنوبی با  -، شمالی2نمونه آزمایشی، کلاس  45غربی با  -شرقی

 76جنوب غربی با  -، شمال شرقی3نمونه آزمایشی، کلاس  63
نمونه آزمایشی و  73، نبود زون گسلی با 4نمونه آزمایشی، کلاس 

 149جنوب شرقی با  -با جهت شمال غربی هایی گسل 5کلاس 
نمونه مربوط به  43ترتیب  نمونه آزمایشی است که از این تعداد به 

 53، 3نمونه از کلاس  45، 2نمونه متعلق به کلاس  47، 1کلاس 
به وسیله  5نمونه مربوط به کلاس  131و  4نمونه از کلاس 

 درستی شناسایی شده است. الگوریتم به

سازی  بدست آمده از مدل ROCمنحنی  8و  7های  شکل
های آلتراسیون و گسله را  برای شناسایی زون SVMتصویری 
خط دهد، منحنی در بالای  های آزمایشی نشان می روی داده

مربوط به شناسایی  AUCز قرار گرفته است و متوسط سا نیم
درصد است که  94های گسله  و زون 71های آلتراسیون  زون

 دهد. سازی را نشان می وریتم مدلعملکرد مناسب الگ

 
برایSVMسازیتصویریمدل عملکرد مشخصه منحنی-7شکل

هایآزمایشیهایآلتراسیونرویدادهشناساییزون

 
برایSVMسازیتصویریمدل عملکرد مشخصه منحنی-8شکل

هایآزمایشیهارویدادهشناساییگسل

سازی  ریتم مدلهای ارزیابی حاصل از اجرای الگو شاخص
های  های آزمایشی در شناسایی زون موضوع این تحقیق روی داده

mailto:طهمورثیmandana_tahmooresi@yahoo.com
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دهد،  ( نشان می5و  4های گسلی )مطابق جداول  آلتراسیون و زون
 درصد است. 6/78و  7/63ترتیب  دقت الگوریتم یاد شده، به 

سازیتصویریهایارزیابیاجرایالگوریتممدلنتایجشاخص-4جدول

SVMهایآلتراسیون.هایآزمایشیدرشناساییزونرویداده

Accuracy: 7413/63  
Precision: [7598/59        77]  

Recall: [6396/89    4929/36]  
F1_Score: [7117/71     5177/49]  

AUC: [7132/0    7161/0]  

سازیهایارزیابیاجرایالگوریتممدلنتایجشاخص-5جدول

هایگسلی.هایآزمایشیدرشناساییزونرویدادهSVMتصویری

Accuracy: 5714/78  
Precision: [5847/71  6479/74   75   9184/95   100]  
Recall: [9195/87  6027/72  2105/59   6032/74 5556/95]  

F1_Score: [9157/78  6111/73  1765/66  9286/83  7273/97]  
AUC: [9022/0     9384/0     8786/0     9739/0     1]  

نتایجوبحث -3

ها به واسطه فعل و انفعلات و تاثیر سیالات  آلتراسیون
های دربرگیرنده به  های هیدروترمال با سنگ ماگمایی و محلول

آیند که موجب ایجاد تغییرات ژئوشیمیایی،  وجود می
های  شوند. زون های دربرگیرنده می شناسی و بافت سنگ کانی

  زایی اقتصادی باشد به د در ارتباط با کانیتوان آلتراسیون می
 های آلتراسیون اهمیت زیادی دارد. همین دلیل شناسایی زون

 منطقه در مینرالیزه های نمونه آنالیز نتایج و صحرایی شواهد
 در آلتراسیون های زون ترین مهم که دهد می نشان گناباد

 و سیلیسی آرژیلیک، پروپیلیتیک، فیلیک، آلتراسیون منطقه،
 فیلیک، دگرسانی زون شاخص های کانی. است اکسیدآهن

 کلریت، پروپیلیتیک، دگرسانی سریسیت، و موسکوویت ایلیت،
 و کائولینیت آلونیت، دگرسانی آرژیلیک، و کلسیت و اپیدوت

 . است مونتموریونیت

 شرایط در گاه و پایین دمای در معمولا آرژیلیک آلتراسیون
 متوسط و پیشرفته صورت دو هآید و ب می به وجود اتمسفری

به  پایین دمای در متوسط آرژیلیک شود. آلتراسیون می تعریف
 های کانی با پلاژیوکلاز های فلدسپات و طی آن آید می وجود
 در شود که می جایگزین مونتموریونیت و کائولینیت رسی،

 آلتراسیون طی. آید می به وجود پورفیری های سیستم های لبه
 اسیدی سیالات تحت تاثیر تحت ها سنگ ه،پیشرفت آرژیلیک

 شامل آمده بدست های کانی مجموعه. شوند می شستشو داغ
 توپاز کوارتز، مقداری با آلونیت و دیکیت پیروفیلیت، کائولینیت،

 متداول طور به  پیشرفته آرژیلیک آلتراسیون. است تورمالین و
 .است سطحی ترمال اپی ذخایر با مرتبط

 در پورفیری مس ذخایر در معمولا فیلیک آلتراسیون
 از گروهی با معمولا شود و می دیده کالکوآلکالن های سنگ
 دماهای در و است همراه پیریت و سریسیت کوارتز، های کانی

این . شود می دیده( پایین PH) متوسط اسیدیته شرایط و بالا
 و دارد آرژیلیک دگرسانی با نزدیکی ارتباط اغلب نوع دگرسانی

 تاثیر پلاژیوکلازها بر اغلب و دهد می رخ تر پایین ایدماه در
 پورفیری پایه فلزات زون در معمولا فیلیک دگرسانی. گذارد می

 . شود می تشکیل

 سنگ شیمیایی دگرسانی نوعی پروپیلیتیک آلتراسیون
 آهن حاوی هیدروترمال فعل و انفعلات سیالات اثر در که است

 از یکی لتراسیونآ نوع این. شود می منیزیم ایجاد و
 آلتراسیون ملایم فرم. است ها های دگرسانی شکل ترین گسترده

کلریت،  شامل عمدتا و آید می به وجود پایین دماهای در
 در است و آلبیت و زویسیت کلسیت، ،کلینوزوئیزیت اپیدوت،
 ترمال اپی بهای گران فلزی ذخایر و پورفیری ذخایر مس حواشی

 .شود می یافت

 های کانی به کربناته های کانی سیلیسی، در دگرسانی
 تشکیل در ضروری مرحله یک شود که می تبدیل سیلیکات

 آسانی به کربناته را سنگ اسیدی است. ماگمای اسکارن ذخایر
 کوارتز جدید های کانی طی مرحله سیلیسی شدن،. کند می حل

 صورت  به تواند می شود که تشکیل می جدید آمورف سیلیس یا
 دیده شود.. معدنی ذخایر انواع اطراف رد ای هاله

 که است اکسیدکننده سیالات حاصل هماتیتی آلتراسیون
 سریسیت، پتاسیم، فلدسپات همراه هماتیت به  تشکیل به منجر

 های محیط در شدن هماتیتی. شود می اپیدوت و کلریت
 ای چینه ذخایر با همراه و دهد می رخ هیدروترمال-ماگمایی

 . [42] است رسوبی مس و کبالت شکل

 اهمیت شناسی زمین مطالعات در امروزه دور از سنجش
 اطلاعات تواند می فناوری این طوری که به  دارد، ای ویژه

 ها خطواره و آلتراسیون های زون شناسایی جمله از ارزشمندی
 .دهد قرار اختیار در

، 15سنجنده استر از لحاظ توان تفکیک مکانی دارای دقت 
مادون قرمز  -ییدر باندهای مر ترتیب به  متری 90و  30

، میکرومتر( 86/0تا  52/0باند با طول موجی بین  3) نزدیک
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تا  6/1بین با طول موجی باند  6) مادون قرمز طول موج کوتاه
با طول موجی باند  5)میکرومتر( و مادون قرمز حرارتی  43/2

است. وجود قدرت تفکیک میکرومتر(  65/11تا  125/8بین 
 مادون قرمز طول موج کوتاه انی کافی در محدوده طیفیمک

طور وسیع و موفق در تهیه  به این سنجنده  موجب شده
شناسی و اکتشاف مواد معدنی مورد استفاده  های زمین نقشه

قرار گیرد )اطلاعات تکمیلی طیفی و مکانی سنجنده استر در 
 [. در این تحقیق از13و10آورده شده است( ] 1پیوست 

های آلتراسیون روی  پشتیبان برای شناسایی زون بردار نماشی
شود. آموزش الگوریتم یاد شده با  های استر استفاده می داده

استفاده از نتایج مطالعات میدانی بوده است که در نهایت، دقت 
های سنتی و هوشمند مورد استفاده  این روش با سایر روش

شود.  مقایسه می های آلتراسیون در منطقه، برای شناسایی زون
های مطالعات میدانی صددرصد است.  شود، دقت داده فرض می
بردار زاویه طیفی و  های نقشه مقایسه دقت روش 6جدول 

سازی هوشمند شبکه عصبی کانولوشن را در شناسایی  مدل
[. علاوه بر آن 39دهد ] های آلتراسیون در منطقه، نشان می زون

های شبکه عصبی کانولوشن برای تعیین سیستماتیک فراپارامتر
[ که 39از الگوریتم ژنتیک پیوسته نیز استفاده شده است ]

 آورده شد. 6دقت این روش نیز در جدول 

هایآلتراسیونهایمختلفدرشناساییزونمقایسهدقتالگوریتم-6جدول

مطالعات

میدانی
بردارزاویهطیفینقشه

شبکهعصبی

کانولوشن

ولوشنباالگوریتمژنتیکتجمیعشبکهعصبیکان

پیوسته

بردارماشین

پشتیبان

 درصد 100
 70طور متوسط  به

 درصد
75/75% 32/72% 74/63% 

هاهایمختلفدرشناساییگسلمقایسهدقتالگوریتم-7جدول

مطالعات

میدانی

اعمالفیلترهارویتصویراولینمولفه

8اصلیماهوارهلندست

شبکۀعصبی

کانولوشن

شبکۀعصبیکانولوشنباتجمیع

الگوریتمژنتیکپیوسته

بردارماشین

پشتیبان

 %57/78 %81/54 %89/56 درصد 28طور متوسط  به درصد 100


یکی دیگر از ساختارهای مهم مورد بررسی در این تحقیق، 
 های ژئوشیمیایی در منطقه ها است. نتایج بررسی وضعیت گسل

نفوذ سیالات ماگمایی به زایی در نتیجه  دهد کانی نشان می
و 37است ]  ها رخ داده ها و در امتداد دایک داخل شکستگی 

با دارا بودن  8[، با توجه به اینکه تصاویر ماهواره لندست 38
 15)باند پانکروماتیک( قدرت تفکیک مکانی  8باند، در باند  11

)مادون قرمز حرارتی(، دارای  11و  10متر را دارد و باندهای 
متر و مابقی باندها دارای قدرت  100فکیک مکانی قدرت ت

متر است که به جز باندهای سیروس و  30تفکیک مکانی 
آئروسل ساحلی، در محدوده نور مریی و مادون قرمز نزدیک و 

گیرد )اطلاعات تکمیلی طیفی و مکانی  طول موج کوتاه قرار می
[، 25آورده شده است( ] 2در پیوست  8ماهواره لندست 

، 1این به دلیل قدرت تفکیک مکانی بالا در باند پانکروماتیکبنابر
انجام  8مطالعات تکتونیک با استفاده از تصاویر ماهواره لندست 

 شود. می

های  پشتیبان روی داده بردار ماشین در این تحقیق از
شود.  ها استفاده می برای شناسایی وضعیت گسل 8لندست 

نی که منجر به تهیه های مطالعات میدا فرض شده، دقت داده

                                                      
1 Panchromatic 

سازمان  100000/1و  250000/1شناسی  نقشه زمین
شناسی و اکتشافات معدنی کشور و برای یادگیری  زمین

شود، صددرصد است. در گام بعدی دقت  الگوریتم استفاده می
های دستی )اعمال فیلترهای  این روش با دقت حاصل از روش

نولوشن و روش ها(، شبکه عصبی کا مختلف در استخراج خطواره
[ 39تجمیع شبکه عصبی کانولوشن با الگوریتم ژنتیک پیوسته ]

 (.7شود )جدول  مقایسه می

گیرینتیجه -4

 روی بر ضعیفی طور به سنتی، یبند طبقه رویکردهای
 فضای زیاد شوند که علت آن ابعاد متمرکز می تصویر بندی طبقه

 نالگوریتم ماشی که دهد می نشان مطالعه این .ویژگی است
 بندی طبقه روی مسایل بر خوبی به تواند می پشتیبان بردار

داده شود. نتایج مطالعات انجام شده، متوسط  تعمیم تصویر
های  های تصویری با استفاده از الگوریتم بندی داده دقت طبقه

 65ترتیب  بردار پشتیبان را به  شبکه عصبی کانولوشن و ماشین
 دهد. درصد نشان می 71و 

های یادگیری ماشین در  ایسه، الگوریتمدر مقام مق
سازی تصویری به ویژه در مواردی که امکان خطای نیروی  مدل

mailto:طهمورثیmandana_tahmooresi@yahoo.com
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  ای ها دارای محدودیت زمانی و هزینه انسانی وجود دارد، پروژه
است و از سوی دیگر منطقه مورد مطالعه در مناطق صعب 

د توان العبور قرار دارد که امکان مطالعه میدانی میسر نیست، می
های معدنی داشته  سازی اکتشاف پتانسیل دقت بالایی برای مدل

 باشد.

با توجه به نتایج مطالعات ژئوشیمیایی و ساختاری، مناطق 
نشان داده شده است. به لحاظ  9امیدبخش در منطقه در شکل 

های به عمل آمده  پراکندگی ماده معدنی باید گفت که بررسی

لعه معدن فلزی وجود دهد که در منطقه مورد مطا نشان می
رسد لازم است برای جلوگیری از تضییع  نظر می  ندارد ولی به

برداری، اقدام به  برداران با افزایش عمق بهره ذخایر معدنی، بهره
 ای کنند. های دوره برداری نمونه

شود این روش در چندین محدوده  در پایان پیشنهاد می
ست آمده با سازی شود و نتایج بد معدنی دیگر نیز پیاده

 های این تحقیق مقایسه و مورد ارزیابی قرار گیرد. یافته

 
هایامیدبخشنقشهمحدوده-9شکل
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اطلاعاتطیفیومکانیسنجندهاستر:1پیوست

 قدرتتفکیکمکانی)متر( طولموج)میکرومتر( نامباندطیفی شمارۀباندطیفی

 15 52/0-6/0 سبز 1

 15 63/0-69/0 قرمز 2

3N مادون قرمز نزدیک- ( مرییVNIR) 86/0-78/0 15 

3B مادون قرمز نزدیک- ( مرییVNIR) 86/0-78/0 15 

 7/1-6/1 30 (SWIRموج کوتاه ) مادون قرمز طول 4

 185/2-145/2 30 (SWIRموج کوتاه ) مادون قرمز طول 5

 225/2-185/2 30 (SWIRموج کوتاه ) مادون قرمز طول 6

 285/2-235/2 30 (SWIRموج کوتاه ) مادون قرمز طول 7

 365/2-295/2 30 (SWIRموج کوتاه ) مادون قرمز طول 8

 43/2-36/2 30 (SWIRموج کوتاه ) مادون قرمز طول 9

 475/8-125/8 90 (TIRSمادون قرمز حرارتی ) 10

 825/8-475/8 90 (TIRSمادون قرمز حرارتی ) 11

 275/9-925/8 90 (TIRSحرارتی )مادون قرمز  12

 95/10-25/10 90 (TIRSمادون قرمز حرارتی ) 13

 65/11-95/10 90 (TIRSمادون قرمز حرارتی ) 14

8اطلاعاتطیفیومکانیماهوارهلندست:2پیوست

قدرتتفکیکمکانی)متر(طولموج)میکرومتر(نامباندطیفیشمارۀباندطیفی

 30 43/0-45/0 آئروسل ساحلی 1
 30 45/0-51/0 آبی 2
 30 53/0-59/0 سبز 3
 30 64/0-67/0 قرمز 4
 88/0-85/0 30 (NIRمادون قرمز نزدیک ) 5
 65/1-57/1 30 (SWIRمادون قرمز طول موج کوتاه ) 6
 29/2-11/2 30 (SWIRمادون قرمز طول موج کوتاه ) 7
 15 5/0-68/0 پانکروماتیک 8
 30 36/1-38/1 سیروس 9
 100 6/10-19/11 مادون قرمز حرارتی 10
 100 5/11-51/12 مادون قرمز حرارتی 11

سازیاکتشافیدرمحیطمتلبکدالگوریتمیادگیریماشینبرایمدل:3پیوست

clc; 

clear; 

close all; 

%% Laod and Divide Data 

ListFolder = {'ProjectData'}; 

NameDataSet = ListFolder{1}; 

[imdsTrain,imdsTest] = LoadDivideData(NameDataSet); 

  

%% Select Type of Networks 

ListNet = {'Alexnet'};     

mailto:طهمورثیmandana_tahmooresi@yahoo.com


یرانناعدیمهندسیملمهعنشریبردارپشتیبانهایمعدنیبااستفادهازماشینسازیتصویریاکتشافپتانسیلمدل

65 

NameNetwork = ListNet{1}; 

%% Read Network and Set Pere-P   

[net,augimdsTrain,augimdsTest] = ReadNet_SetData(... 

    NameNetwork,imdsTrain,imdsTest); 

%% Features Extraction using CNN 

[FeaturesTrain,FeaturesTest] = FeatureExtractionUsinCNN(net,... 

    augimdsTrain,augimdsTest); 

  

%% Train Using Classification 

ListClassify = {'SVM'}; 

NameClassify = ListClassify{1}; 

Kfold = 'on'; % 'on','off' 

TrainModel = Classification(NameClassify,... 

    FeaturesTrain,imdsTrain.Labels,Kfold); 

%% Prediction and Evaluation 

% Test Data 

LabelsTest = imdsTest.Labels; 

ResultsTest = EvaluatePlot(TrainModel,... 

    FeaturesTest,LabelsTest,['FEx: ',NameNetwork,', Classify: ',NameClassify,', 

Test']); 

  

% Train Data 

LabelsTrain = imdsTrain.Labels; 

ResultsTrain = EvaluatePlot(TrainModel,... 

    FeaturesTrain,LabelsTrain,['FEx: ',NameNetwork,', Classify: 

',NameClassify,', Train']); 

 

function [imdsTrain,imdsTest] = LoadDivideData(name) 

if strcmp(' ProjectData ',name) 

 nameTrain = ['DataSets/',name,'/TrainCifar']; 

 nameTest = ['DataSets/',name,'/TestCifar']; 

 imdsTrain = imageDatastore(nameTrain, ... 

        'IncludeSubfolders',true, ... 

        'LabelSource','foldernames'); 

    imdsTest = imageDatastore(nameTest, ... 

        'IncludeSubfolders',true, ... 

        'LabelSource','foldernames'); 

%       load([name,'Divide.mat']) 

     

else 

    name = ['DataSets/',name]; 

    imds = imageDatastore(name, ... 

        'IncludeSubfolders',true, ... 

        'LabelSource','foldernames');   

    [imdsTrain,imdsTest] = splitEachLabel(imds,0.7,'randomized'); 

%     load([name,'Divide.mat']) 

     

end 

end 

 

function TrainModel = Classification(NameClassify,... 

    FeaturesTrain,TragetsTrain,Kfold) 

  

%% Classification 

TrainData.Kfold = Kfold; 

TrainData.Inputs = FeaturesTrain; 

TrainData.Targets = TragetsTrain; 

  

switch NameClassify 

    case 'SVM' 

        temp = templateSVM('KernelFunction','rbf','BoxConstraint',10,... 

            'KernelScale' ,'auto','CacheSize',1000); 

    otherwise 
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        temp = templateSVM('KernelFunction','rbf','BoxConstraint',10,... 

            'KernelScale' ,'auto','CacheSize',1000);   

end 

TrainModel = Classifyer(TrainData,temp); 

end 

 

function Classify = Classifyer(TrainData,temp) 

TrainFeaturs = TrainData.Inputs; 

TrainTargets = TrainData.Targets; 

%% Train Algorithm 

if strcmp('on',TrainData.Kfold) 

    %% Apply k-Fold Cross Validation 

    N = numel(TrainData.Targets); 

    K = 4; % k-Fold 

    CVI = CrossValInd(N,K); 

    Accuracy = zeros(1,K); 

     

    for i = 1:K 

        training = TrainFeaturs(CVI~=i,:); 

        group = TrainTargets(CVI~=i); 

        valid = TrainFeaturs(CVI==i,:); 

        label = TrainTargets(CVI==i); 

        Classify = fitcecoc(training,group,'Learners',temp); 

        Class = predict(Classify,valid); 

        B = confusionmat(label,Class); 

        Accuracy(i) = sum(diag(B))/sum(B(:)); 

    end 

else 

       Classify = fitcecoc(TrainFeaturs,TrainTargets,'Learners',temp); 

End 

 

function Iout = CreateImege3D(filename) 

% Resize the flowers images to the size required by the network. 

Iout = imread(filename); 

% Some images may be grayscale. Replicate the image 3 times to 

% create an RGB image. 

if ismatrix(Iout) 

    Iout = cat(3,Iout,Iout,Iout); 

end 

% Resize the image as required for the CNN. 

Iout = imresize(Iout, [224 224]); 

function Results = EvaluatePlot(TrainModel,data,Labels,Name) 

% Prediction 

[YPred,scores] = predict(TrainModel,data); 

 

Lau = unique(Labels); 

groups = zeros(size(YPred)); 

groupshat = zeros(size(YPred)); 

for i = 1:numel(Lau) 

    ID = ismember(YPred,Lau(i)); 

    groupshat(ID) = i; 

     

    ID  = ismember(Labels,Lau(i)); 

    groups(ID) = i; 

end 

  

confmat = confusionmat(groups,groupshat); 

Results = PrecisionRecall(confmat); 

[Targets,Groups] = H_MultiClassCMROC(groups',groupshat'); 

figure,plotconfusion(Targets,Groups) 

title(['CM for ',Name,' Data']) 

for i = 1:size(confmat,1) 

[~,~,~,AUC(i)] = perfcurve(Targets(i,:),scores(:,i)',1); 
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end 

Results.AUC = AUC; 

disp(['Results For ',Name,' Data']) 

disp(Results) 

disp(' **************************') 

figure,plotroc(Targets,scores') 

title(['ROC for ',Name,' Data']) 

end 

 

function [FeaturesTrain,FeaturesTest] = 

FeatureExtractionUsinCNN(net,augimdsTrain,augimdsTest) 

  

Layers = net.Layers; 

name = Layers(end-2).Name; 

layer = name; 

FeaturesTrain = activations(net,augimdsTrain,layer,'OutputAs','rows'); 

FeaturesTest = activations(net,augimdsTest,layer,'OutputAs','rows'); 

end 

 

function [Targets,Groups] = H_MultiClassCMROC(Targets,Groups) 

Tu = unique(Targets); 

Temp1 = zeros(size(Targets)); 

Temp2 = Temp1; 

for i = 1:numel(Tu) 

  Ind1 = find(Targets==Tu(i)); 

  Temp1(Ind1) = i; %#ok 

  Ind2 = find(Groups==Tu(i)); 

  Temp2(Ind2) = i;  %#ok 

  end 

Targets = full(ind2vec(Temp1)); 

Groups = full(ind2vec(Temp2)); 

 

function Results = PrecisionRecall(confmat) 

nC = size(confmat,1); 

for i = 1:nC 

Precision(i) = confmat(i,i)/sum(confmat(:,i))*100; 

Recall(i) = confmat(i,i)/sum(confmat(i,:))*100; 

F1_Score(i) = 2*Precision(i)*Recall(i)/(Precision(i)+Recall(i)); 

end 

  

Accuracy = sum(diag(confmat))/sum(confmat(:)); 

Results.Accuracy = 100*Accuracy; 

Results.Precision = Precision; 

Results.Recall = Recall; 

Results.F1_Score = F1_Score; 

% disp(Results) 

end 

 

function [net,augimdsTrain,augimdsTest] = ReadNet_SetData(... 

    NameNet,imdsTrain,imdsTest) 

I = readimage(imdsTrain,1); 

if numel(size(I))<3 

    imdsTrain.ReadFcn = @CreateImege3D; 

    imdsTest.ReadFcn = @CreateImege3D; 

end 

NameNet = lower(NameNet); 

net = eval(NameNet); 

inputSize = net.Layers(1).InputSize; 

pixelRange = [-30 30]; 

imageAugmenter = imageDataAugmenter( ... 

    'RandXReflection',true, ... 

    'RandXTranslation',pixelRange, ... 

    'RandYTranslation',pixelRange); 
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augimdsTrain = augmentedImageDatastore(inputSize,imdsTrain, ... 

    'DataAugmentation',imageAugmenter); 

augimdsTest = augmentedImageDatastore(inputSize,imdsTest, ... 

    'DataAugmentation',imageAugmenter); 

 

function options = SetTrainOptions(augimdsValidation) 

options = trainingOptions('sgdm', ... 

    'MiniBatchSize',120, ... 

    'MaxEpochs',20, ... 

    'InitialLearnRate',1e-4, ... 

    'ValidationData',augimdsValidation, ... 

    'ValidationFrequency',3, ... 

    'ValidationPatience',Inf, ... 

    'Verbose',1, ... 

    'Plots','training-progress',... 

    'ExecutionEnvironment','gpu');%'none','training-progress' 

end 
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