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 چکیده

های پیش از  ها یکی از گام تهیه مدل سه بعدی این زون، سازی با تغییرپذیری عیار در کانسارهای مس پورفیری های کانی به دلیل ارتباط زون

طراحی مناسب ، های ارایه شده برای عیار یر بسزایی بر کیفیت تخمینآید. کیفیت این مدل تاث تخمین در ارزیابی این تیپ کانسارها به شمار می

استخراج بلندمدت و درنهایت کاهش مشکلات بین معدن و کارخانه فرآوری دارد. روش معمول برای تهیه این مدل استفاده از روش مدلسازی 

های نامحدود همچون  ها استفاده از روش یه این گونه مدلهای ممکن برای ته حل بر است. یکی از راه محدود است که فرآیندی پیچیده و زمان

های هوشمند است. در این مقاله تلاش شده است تا عملکرد دو روش هوشمند شبکه عصبی مصنوعی و ماشین بردار پشتیبان  روش

ر مس میدوک مورد مطالعه و زون هیپوژن و زون سوپرژن( کانسا، سازی )شامل زون شسته شده های کانی کننده در جداسازی زون بندی طبقه

های اکتشافی به عنوان ورودی و  های حاصل از گمانه بررسی قرار گیرد. برای این منظور از مختصات جغرافیایی )طول و عرض و ارتفاع( داده

های هوشمند در  ها به عنوان خروجی مدل استفاده شده است. بررسی نتایج حاصل از این الگوریتم سازی مشاهده شده در آن های کانی زون

نسبت به شبکه عصبی مصنوعی عملکرد  کننده بندی دهد که روش ماشین بردار پشتیبان طبقه شناسی نشان می های زمین جداسازی زون

نسبت به شبکه عصبی مصنوعی با استفاده از دقت بالاتر این روش در مراحل  تر روش ماشین بردار پشتیبان تری دارد. عملکرد مطلوب مطلوب

 های آتشباری نشان داده شده است.  های انجام گرفته از چال بندی شده با برداشت آزمایش و همچنین مقایسه میان مدل بلوکی طبقه، شآموز
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 مقدمه -4

اند و  ترین منابع جهانی مس کانسارهای مس پورفیری مهم
درصد منابع  02درصد تولید جهانی و در حدود  07بیش از 

این  [.2، 1] دهند شناخته شده مس دنیا را تشکیل می
کانسارها به دلیل تناژ زیاد )به طور معمول صدها میلیون تا 

طول عمر بالای معدن )چندین دهه( و آهنگ ، میلیاردها تن(
بالای تولید )میلیاردها کیلوگرم مس در سال( تاثیرات عمده 

  [.3] اقتصادی و اجتماعی دارند

شناسی مهم در مورد این تیپ  یکی از مطالعات زمین
ها  سازی است. جداسازی زون های کانی جدایش زون، کانسارها

علاوه بر تسهیل مراحل عملیات اکتشافی بر بهبود کیفیت 
های  تخمین عیار نیز موثر است. علاوه بر این جداسازی زون

سازی در کانسارهای مس پورفیری در تعیین پتانسیل  کانی
کند.  ها نقش موثری را ایفا می برداری آن اقتصادی و بهره

های لازم برای  ها ضمن تسهیل فعالیت ایش صحیح زونجد
پتانسیل برای ادامه  باعث تعیین نقاط پر، برداری کانسنگ بهره

  [.4] عملیات استخراج نیز خواهند بود

یکی از مراحل دشوار مدلسازی ذخایر معدنی 
های مختلف بر اساس نتایج  بندی پیکره کانسار به زون تقسیم

شناسی  ای اکتشافی و نقشه زمینه برداشت شده از گمانه
سطحی است. در کاربردهای صنعتی عموما این مرحله بر 

، گیرد. در این روش اساس روش مدلسازی محدود انجام می
های مختلف بر اساس مشاهدات انجام  ابتدا مرز بین زون

ها در تعدادی مقطع دو بعدی ترسیم و سپس  شده در گمانه
ها تهیه  بعدی زون اطع مدل سهبا برقراری ارتباط بین این مق

شود. از این روش با عنوان روش مدلسازی قطعی نیز یاد  می
می شود زیرا در این روش اصولا به عدم قطعیت مدل حاصل 

ترین روش مورد  شود. اگرچه این روش متداول توجهی نمی
بر و  رود اما به شدت زمان استفاده در صنعت به شمار می

مدلسازی ریاضی  ستفاده ازپیچیده است. روش دیگر ا
آماری و  زمین، )نزدیکترین همسایگی یا چندضلعی(

داری  هوشمند است که به ویژه در شرایطی که فاصله
توان از آن استفاده کرد. در  ها از هم زیاد است؛ می گمانه

مورد استفاده از مدلسازی زمین آماری تحقیقات وسیعی در 
[، 2] اخصهای کریجینگ ش زمینه استفاده از روش

[، 0] چندگوسی[، 0] ای سازی زمین آماری زنجیره شبیه
های  و همچنین مطالعه عدم قطعیت مدل[ 1] گوسی منقطع

طور که اشاره شد از  انجام گرفته است. همان[ 17، 3] حاصل
های عصبی  های هوشمند )همچون روش شبکه روش

توان  ( نیز می1مصنوعی و روش ماشین بردار پشتیبان
بندی و تقسیم کانسار  کرد. مبنای این رویکرد طبقهاستفاده 

های موجود میان  به نواحی کوچکتر بر اساس شباهت
 پارامترها در این نواحی است.

های هوشمند به عنوان ابزاری  های اخیر روش در سال
های  برای حل مسایل پیچیده شناخته شده است. شبکه

وان دو های بردار پشتیبان به عن عصبی مصنوعی و ماشین
شوند که پیش از این در  روش هوشمندی شناخته می

بسیاری از مسایل مرتبط با علوم زمین به ویژه مدلسازی 
اند. به  آمیز عمل کرده شناسی و ارزیابی ذخیره موفقیت زمین

های  عنوان نمونه از شبکه عصبی مصنوعی در جداسازی زون
-23 ،11] و تخمین عیار[ 11-13] زایی آلتراسیون و کانی

استفاده شده است. از میان کاربردهای ارایه شده برای [ 14
شناسی و  روش ماشین بردار پشتیبان در مدلسازی زمین

 های آلتراسیون توان به جداسازی زون ارزیابی ذخیره نیز می
[، 21، 20] زایی تفکیک واحدهای سنگی و کانی[، 24-20]

[، 23] ییپیما های چاه بندی لیتولوژیکی بر اساس لاگ طبقه
، 23] و تخمین عیار[ 20] سازی ارایه مدل تخمینگر کانی

های  اشاره کرد. در این مقاله عملکرد دو روش شبکه[ 37
عصبی مصنوعی و ماشین بردار پشتیبان در جداسازی 

سازی در کانسار مس پورفیری میدوک مورد  های کانی زون
 مقایسه قرار گرفته است. 

 ها مواد و روش -4

 های عصبی مصنوعی شبکه -4-4

هدف از تشکیل یک شبکه عصبی مصنوعی ایجاد 
مکانیزمی برای حل مسایل مهندسی با الهام از الگوی 

و به عنوان [ 31] های بیولوژیکی است رفتاری سلول
ها  ریزی شده به آن جایگزینی برای محاسبات سخت و برنامه

شود. کوچکترین واحد پردازشگر اطلاعات و  نگریسته می
سلول اساسی یک شبکه عصبی مصنوعی نرون است. نرون 

ها را دریافت کرده و سینگال خروجی را  هر تعداد از ورودی
کند. هر نرون شامل یک تابع ورودی یا تابع  تولید می

است که نتیجه حاصل از آن به عنوان منبع  2بندی جمع
در  [.32] آید به حساب می 3تغذیه تابع انتقال یا تابع تحریک

ترین ساختار یک نرون مصنوعی و اجزای آن  ساده 1ل شک
 نمایش داده شده است.

                                                      
1- Support vector machines 

2- Summation function 

3- Activation or Transfer function 
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 [.94] نمایش ساختار یک نورون مصنوعی و اجزا آن -4 شکل

ای تشکیل  های به هم پیوسته های عصبی از لایه شبکه
گیرد و هر  ها انجام می اند که پردازش اطلاعات در این لایه شده

ها  ا چند نرون باشد. این لایهتواند متشکل از یک ی لایه می
، های شبکه عصبی است عبارتند از لایه ورودی که شامل ورودی

یک یا چند لایه پنهان که شامل تعدادی نرون است و لایه 
 2در شکل  [.33] های شبکه است خروجی که شامل خروجی

ساختار کلی یک شبکه عصبی با یک لایه پنهان نشان داده 
ورون در رابطه خروجی یک ن -شده است. رابطه ریاضی ورودی

 یک ارایه شده است:

(1) ( )a f wp b  

 :که در آن

p بردار ورودی 

 aبردار خروجی 

w وزن متناظر برای هر ورودی 
b بایاس 
f [34] تابع تحریک 

معادل شدت  w، در مقایسه با یک نرون بیولوژیکی 
 هسته سلول و بندی و تابع تحریک معادل تابع جمع، سیناپس

a های  وزن [.32] معادل سیگنال گذرنده از اکسون خواهد بود
شوند.  تعیین می، قبل از به کار بردن مدل شبکه عصبی، شبکه

 شوند ها به سه گروه تقسیم می به همین منظور تمامی داده
برای  1های آموزش به عنوان داده، ها اولین گروه داده [.30]

رود. فرآیند آموزش یا یادگیری بر  تعیین وزن شبکه به کار می
گیرد. دومین گروه از  ها انجام می اساس این دسته از داده

2های اعتبارسنجی ها که داده داده
شوند برای ارزیابی  نامیده می 

گیری در مورد توقف آموزش  منتایج مرحله آموزش و تصمی
شوند. تعیین دقت مدل و یا به عبارتی  شبکه استفاده می

                                                      
1- Training data 

2- Validation data 

یعنی ، ها آزمایش مدل با استفاده از سومین گروه از داده
که در فرآیند یادگیری مدل استفاده  3های آزمایش داده

های عصبی علاوه بر  شود. در آموزش شبکه انجام می، اند نشده
ش نیز در سرعت یادگیری و دقت روند آموز، روش آموزش

شبکه عصبی موثر است. معمولا یکی از دو روند آموزش الگو 
های شبکه عصبی  در ساخت مدل 2و آموزش گروهی 4به الگو

های  مدلسازی به روش شبکه مراحل [.30] رود به کار می
 به شرح زیر است: عصبی مصنوعی

 اعتبارسنجی و ، های آموزش سازی مجموعه داده آماده
 آزمایش

 طراحی ساختار شبکه عصبی مصنوعی 
  تعیین مقادیر اولیه اوزانw و بایاس به صورت تصادفی 
 محاسبه اوزان و بایاس بهینه بر اساس فرآیند تکرار 
 های آموزشی وارد کردن ورودی و خروجی داده 
 انتخاب پارامترهای بهینه مدل 

 آزمایش و ارزیابی مدل 

 

 
 شبکه عصبی با یک لایه پنهاننمایش ساختار کلی یک  -4شکل 

[94]. 

 های بردار پشتیبان ماشین -4-4

میلادی توسط  37های بردار پشتیبان در دهه  ماشین

                                                      
3- Testing data 

4- Epochs 
5- Batch 
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یک ماشین  یده اساسیا [.32] وپنیک توسعه داده شدند
نه به عنوان سطح یک ابر صفحه بهیافتن ی، بردار پشتیبان

را ن دو کلاس یه بیاست که حاش یا به گونه یریگ میتصم
 یها به صورت خط نه کند. در صورتی که دادهیشیب

ها با تابعی تحت عنوان کرنل به  داده، پذیر نباشد جدایی
شوند و  یبا ابعاد بالاتر منتقل م یبه فضای یرخطیصورت غ

نه در فضای جدید که جدایش خطی یابر صفحه به
 l(. اگر 3)شکل [ 31] شود ین مییتع، پذیر است امکان
نشان  (xi, yi)ک با یموجود باشد که هر  یشآموز یها داده

}1,1{و  یبعد n یژگیبردار و xi، شود یداده م
i

y  برچسب

ای است که دو کلاس با  افتن ابر صفحهیاست. هدف  آن
ن یا ه از هم جدا کند.ین حاشیشتریرا با ب -1و  1برچسب 

 ان کرد:یب 2توان با رابطه  ابر صفحه را می

(2) 0)( bxwT 

 که در آن:
w عمود بر ابر صفحه( یبردار وزن )بردار 
b یاسبردار با 

 (0) با ابعاد  یها به فضای انتقال داده یتابع کرنل مناسب برا
آورده شده  1کرنل در جدول  ترین انواع تابع بالاتر )متداول

 است(.

نه کردن ین دو کلاس معادل کمیه بینه کردن حاشیشیب
د یمق یساز نهیاست که منجر به حل مساله کم wازه اند
  [.47] شود یم

 
نمایش ابرصفحه بهینه که حداکثر حاشیه و در نتیجه  -9 شکل

ها را به دنبال دارد به همراه انتقال  حداکثر شدن تفکیک بین کلاس

 [.14] جدایی خطی برایها به فضایی با ابعاد بیشتر  داده

به و ابرصفحه بهینه  xفاصله هندسی مطلوب میان نمونه 
 :است 3شکل رابطه 

(3) ( )g x
r

w
 

g(x)=W
T
X+b که توسط  1عبارت است از تابع تشخیصی

بنابراین در ارتباط با  شود. تعریف می ابرصفحه مورد نظر
به نحوی تعیین کرد  باید را bو  wپارامترهای ، ابرصفحه بهینه

با توجه به ، . این حاشیهشودکه حاشیه جداسازی بیشینه 
شود. با  از دو کلاس تعیین می *rترین فواصل هندسی  کوتاه

 توجه به مجموعه آموزشی   
1

, y 1
n m

i i i
x R


   خواهیم

 :(4)رابطه  داشت

(4) 
1 1y   for 1T

iw x b  

 
1 1y   for 1T

iw x b   

را  4های موجود در رابطه  ای که نامعادله ای ویژه نقاط داده
شوند.  بردارهای پشتیبانی نامیده می، کنند به معادله تبدیل می

ای به ابرصفحه بهینه  نزدیکترین نقاط داده (xi, yi)این نقاط 
xر میان بردار پشتیبانی است. فاصله هندسی متناظ

و ابرصفحه  *
 :شود محاسبه می 2از رابطه بهینه 

(2) ( )g x
r

w

 
 

یافتن  برای( SVCبندی کننده ) ماشین بردار پشتیبان طبقه
بیشینه  bو  wرا با توجه به  p، یک ابرصفحه با حاشیه بیشینه

 :[41] (0)رابطه  سازد می

(0) ,

2
maxw b

w

 
 
 
 

 

( ) 1T

i iy w x b  , 1, 2,....,i n  

 سازی زیر معادل است له کمینهاسازی فوق با مس بیشینه
 (:0)رابطه 

(0) 2

,

1
min

2
w b w

 
 
 

 

( ) 1T

i iy w x b  , 1, 2,....,i n  

پشتیبان در  های بردار مورد ماشیناطلاعات بیشتر در 
مراحل مدلسازی به  [.43، 42] مراجع علمی آورده شده است

 :[44] عبارت است از روش ماشین بردار پشتیبان

 های آموزش و آزمایش سازی مجموعه داده آماده 

 انتخاب تابع کرنل مناسب 

 انتخاب پارامترهای بهینه مدل 

 هینه آموزش مدل با استفاده از پارامترهای ب 

 آزمایش مدل 

                                                      
1- Discriminant function 
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ل یترین توابع کرنل به کار گرفته شده در مسا متداول -4 جدول

 [.14] ناپذیر خطی تفکیک

 فرمول نام کرنل

) خطی )j j i jK x x x x 

) ای چندجمله ) ( 1)a

j j i jK x x x x  , d z   

 تابع پایه شعاعی
2

2
exp

2

ix xj

y

  
 
 
 

 R   

) یدیسیگمو ) tanh( ).j j i jK x x x x r     
 

 مطالعه موردی -4-9

کیلومتری  132کانسار مس پورفیری میدوک که در 
 شمال غربی کانسار مس پورفیری سرچشمه قرار گرفته

ترین کانسارهای مس پورفیری در استان  از مهم است 
شمال غربی  این کانسار در بخش شود. کرمان محسوب می
ساردوئیه کرمان )جنوب  -رسوبی دهج-مجموعه آتشفشانی

 42دختر( و در  -نفوذی ارومیه -شرقی کمربند آتشفشانی
است.  کیلومتری شمال شرق شهرستان شهربابک واقع شده

های  در سنگ میلیون سال 2/12این کانسار با سن 
آندزیت ، آتشفشانی و آذر آواری ائوسن با ترکیب آندزیت

 [.42] لت و داسیت )مجموعه رازک( واقع شده استبازا

عملیات اکتشاف در میدوک سابقه طولانی دارد. 
زمان با  )هم1344های اکتشافی این معدن از سال  فعالیت

 213شروع فعالیت معدن مس سرچشمه( آغاز و تاکنون 
موقعیت  4ن منطقه حفر شده است. در شکل یگمانه در ا

ر این کانسار نشان داده د های اکتشافی حفر شده گمانه
 شده است.

 

 
 .های اکتشافی حفر شده در کانسار میدوک موقعیت گمانه -1 شکل

شناسی اقتصادی انجام گرفته در سطح و بر  مطالعات زمین
، های حفاری وجود چهار زون شسته شده )لیچ( روی مغزه

سوپرژن و اکسیدی در این کانسار را نشان داده است. ، هیپوژن
دهد که این  بالایی کانسار را زون شسته شده تشکیل میبخش 

کند و دارای ضخامت حداقل  زون از شیب توپوگرافی تبعیت می
ترین عیار مس و  متر است. این بخش پایین 377و حداکثر  27

دارد. زون اکسید در زیر بخش  ppmدر حدود چند ده تا صد 
 متر دیده 17فروشست و بالای زون سوپرژن به ضخامت 

، فیروزه، آزوریت، های این زون شامل مالاکیت شود. کانه می
 2/7کریزوکلا و کالکانتیت است. میانگین عیار مس اکسیدی 

عمده ماده معدنی واقع در زون  [.40] درصد برآورد شده است
های  اند. در زیر زون شسته شده و اکسید تاکنون استخراج شده

، های کالکوسیت هزون سوپرژن حاوی کان، اکسید و شسته شده
ها بقایایی از  کوولین و دیژنیت قرار دارد که در داخل آن

های زون هیپوژن شامل کالکوپیریت و بورنیت نیز دیده  کانه
درصد است. در  34/1شود. میانگین عیار مس سوپرژن  می

، یریمس پورف یزه توده نفوذینرالین بخش میتر قیعم، نهایت
 یجیپوژن تدریسوپرژن و هن زون یزون هیپوژن است. تماس ب

شاخص ، ل استکن دو زون مشیق ایدق کیکبوده و اغلب تف
ت و یبورن، تیریوپکالک یها یانکن منطقه وجود یعمده ا

مس در  یانکن یتر یت اصلیریوپکالکه است. یت اولیوسکالک
 04/7پوژن است. میانگین عیار مس هیپوژن حدود یزون ه

ها در  فراوانی نسبی هر یک از این زون [.40] درصد است
آورده شده  2های حفاری در جدول  اطلاعات ثبت شده از مغزه

بار  10314شود زون هیپوژن با  طور که مشاهده می است. همان
های  رود و زون ترین زون به شمار می فراوان، ها تکرار در داده

نسبی  بار تکرار فراوانی 100و  100اکسید و لیچ به ترتیب با 
های اکسیدی و شسته شده در سطح  ناچیزی دارند. فراوانی زون

اند. همچنین مطالعات  است و در عمق مشاهده نشده
گروه اصلی سنگ  4شناسی انجام شده نیز نشانگر وجود  سنگ

ها در محدوده  توف و دایک، آندزیت، شامل کوارتزدیوریت
های  روهکانسار است. اطلاعات مربوط به فراوانی هر یک از گ

آورده شده است. واحد سنگی  3سنگی در جدول 
ترین واحد  فراوان، ها بار تکرار در داده 11331کوارتزدیوریتی با 

رود و واحدهای سنگی دایک و توف به  سنگی به شمار می
بار تکرار فراوانی نسبی ناچیزی دارند. در  273و  120ترتیب با 

این مقاله تلاش شده است تا از اطلاعات حاصل از برداشت 
های  های اکتشافی برای مدلسازی زون انجام شده در گمانه

 های هوشمند استفاده شود.  سازی به روش کانی
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های حفاری  های موجود در مغزه بی زونفراوانی نس -4 جدول

 .برداشت شده از منطقه مورد مطالعه

 زون
زون شسته 

 شده
زون 

 هیپوژن
زون 

 سوپرژن
زون 

 اکسیدی

 100 2044 10314 1240 فراوانی
فراوانی نسبی 

 )درصد(
1/0 2/01 3/22 4/3 

 

های  فراوانی نسبی واحدهای سنگی موجود در مغزه -9 جدول

 .از منطقه مورد مطالعه حفاری برداشت شده

 توف دایک آندزیتی کوارتزدیوریتی واحد سنگی

 120 273 2073 11331 فراوانی
فراوانی نسبی 

 )درصد(
02 23 1 1 

 

 گیری بحث و نتیجه -9

 نتایج مدلسازی به روش شبکه عصبی مصنوعی -9-4

مدل شبکه ، سازی های حاصل از کانی برای جداسازی زون
ایجاد شد که در آن سه  1/31افزار وکا  عصبی مصنوعی در نرم

( و گره X, Y, Zگره ورودی معرف مختصات هر نقطه )شامل 
سازی ثبت شده در هر نمونه  های کانی خروجی معرف زون

(LEA, HYP, SUP 1( بود )شکل.) های لایه  تعداد نرون
ها  پنهان بر اساس یک روش تجربی با احتساب تعداد ورودی

سازی(  کانی های های شبکه )زون خروجی)مختصات مکانی( و 
کند که تعداد  نرون در نظر گرفته شد. این روش بیان می 12

ای )یعنی  های لایه پنهان در یک شبکه سه لایه بهینه نرون
تنها شامل یک لایه پنهان( برابر است با دو برابر مجموع تعداد 

در این مطالعه  [.40] های ورودی و خروجی ها در لایه نرون
داده(  10320های اکتشافی ) های گمانه درصد داده 17حدود 

ها  درصد باقیمانده داده 27های آموزش و  به عنوان داده
های آزمایشی در نظر گرفته شده  داده( به عنوان داده 4733)

های بسیار موفق در زمینه ارتقا  است. از آنجا که یکی از روش
این [، 41] است مارکوارت -الگوریتم لونبرگ، فرآیند آموزش

الگوریتم برای آموزش مدل انتخاب شد. این الگوریتم بر 
نیوتون و روش گرادیان  -مبنای رگرسیون غیرخطی گوس

همچنین از یک تابع تانژانت  [.41] نزولی توسعه یافته است
سیگموییدی به عنوان تابع تحریک استفاده شد. در نهایت 

                                                      
1- Weka 3.8 

اد دفعات مجاز شرط توقف فرآیند آموزش نیز بر مبنای تعد
عدم کاهش متوالی خطای اعتبارسنجی پیش از توقف 

تعریف شد. بر اساس فرآیند سعی و خطا و همچنین  2عملیات
قرار داده  37مقدار این پارامتر معادل ، مرور مطالعات پیشین

شد. دقت حاصل از آموزش این شبکه عصبی مصنوعی برابر 
درصد است.  11/33درصد و دقت حاصل از آزمایش آن  3/32

 2/7در مراحل آموزش و آزمایش برابر  میانگین مربعات خطا
سازی  های کانی بندی زون درصد است. ماتریس خطای طبقه

ارایه شده است. با توجه به  4مجموعه آزمایش در جدول 
از ، نتایج مطلوب حاصل از مدلسازی شبکه عصبی مصنوعی

کانسار بندی مدل بلوکی در  مدل به دست آمده برای طبقه
های  مس پورفیری میدوک استفاده شد که نتایج آن در شکل

مدل بلوکی سه بعدی ارایه  Validation threshold در قالب 0
  شده است.

 

 
لایه در نظر گرفته  9نمایی از شبکه عصبی پرسپترون  -4 شکل

سازی در کانسار مس پورفیری  های کانی شده برای تفکیک زون

 .میدوک

 

سازی مجموعه  های کانی بندی زون س خطای طبقهماتری -1 جدول

 .آزمایش

 نتایج کلاسه بندی  

 سوپرژن هیپوژن شسته شده  

ت
عی

واق
 

 00 1 132 شسته شده
 137 3703 11 هیپوژن
 123 02 10 سوپرژن

 

 مدلسازی به روش ماشین بردار پشتیبان -9-4

کارایی یک مدل مبتنی بر روش ماشین بردار پشتیبان 
کننده تا حد زیادی وابسته به مقادیر پارامترهای  بندی طبقه

                                                      
2- Validation threshold 
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است. برای  2و پارامترکرنل 1مدل شامل پارامتر جریمه
دستیابی به مدلی که قدرت تعمیم بالایی داشته باشد لازم 
است این پارامترها به دقت تعیین شوند. انتخاب بهینه این 

قرار تواند کیفیت عملکرد مدل را تحت تاثیر  پارامترها می
، دهد و در نتیجه مدلی با پارامترهای نامناسب ممکن است

های  امروزه روش [.43-23] نتایج نامطلوبی را ایجاد کند
متعددی برای تعیین پارامترهای مدل ماشین بردار پشتیبان 

ها مبنای تجربی و  شود. برخی از این روش به کار گرفته می
روش ، ها شدر بین این رو .برخی نیز مبنای علمی دارند

 4با استفاده از اعتبارسنجی متقابل 3ای جستجوی شبکه
و [ 24-21، 22، 44] تر است ها متداول نسبت به سایر روش

در این مقاله نیز از این روش به همراه اعتبارسنجی متقابل 
برای تنظیم پارامترهای مدل استفاده شده است. در این 

در یک شبکه ابتدا بهترین مقدار برای پارامترها ، روش
درشت انتخاب و سپس با تعریف یک شبکه ریزتر در اطراف 

 [.41] مقدار بهینه برای پارمترها محاسبه خواهد شد، آن
 1/3ای در نسخه  محاسبات مربوط به روش جستجوی شبکه

با هدف تنظیم پارامترهای مدل انجام شد.  Wekaافزار  نرم
ی به روش با توجه به اینکه در این مطالعه برای مدلساز

کننده کرنل پایه شعاعی  بندی ماشین بردار پشتیبان طبقه
(RBFبه عنوان تابع کرنل انتخاب شده است ) ، پارامترهایی

شود  ای تنظیم می از مدل که با روش جستجوی شبکه
)پارامتر کرنل( است. مقادیر  γ)پارامتر جریمه( و  Cشامل 

ای  بکهپارامترهای بهینه به دست آمده از روش جستجو ش
ارایه شده  2تایی در جدول 17همراه با اعتبارسنجی متقابل 

است. پس از تعیین مقادیر بهینه پارامترهای مدل )جدول 
 17های آموزش )حدود  ( آموزش مدل با استفاده از داده2

ها( و بر اساس پارامترهای بهینه با تابع  درصد داده
LIBSVM [33 ]افزار  در نرمWeka  کارایی انجام شد. سپس

درصد  27های آزمایش )حدود  مدل ایجاد شده با داده
داده  2233ها( مورد بررسی قرار گرفت. از مجموع  داده

مورد  072، داده مجموعه آزمایش 033و از  2330، آموزش
اند. بنابراین دقت حاصل از مدل  بندی شده به درستی طبقه

 های کننده برای داده بندی ماشین بردار پشتیبان طبقه
های آزمایش معادل  درصد و برای داده 30/34آموزش برابر 

درصد و میانگین مربعات خطا در مراحل آموزش و  20/32
(. 0درصد است )جدول  10/7و 13/7آزمایش به ترتیب برابر 

                                                      
1- Penalty parameter 

2- Kernel parameter 
3- Grid search 

4- Cross salidation 

سازی مجموعه  های کانی بندی زون ماتریس خطای طبقه
ارایه شده است. با توجه به نتایج  0آزمایش در جدول 

حاصل از مدلسازی انجام شده به روش ماشین بردار مطلوب 
بندی مدل  از مدل به دست آمده برای طبقه، پشتیبان

بلوکی در کانسار مس پورفیری میدوک استفاده شد که 
در قالب مدل بلوکی سه بعدی ارایه  0نتایج آن در شکل 

  شده است.

پارامترهای بهینه مدلسازی به وسیله ماشین بردار  -4جدول 

ای همراه با  یبان به دست آمده از روش جستجوی شبکهپشت

 .تایی 41اعتبارسنجی 

 پارامترهای بهینه مدل
C γ 

02230 771/7 
 

نتایج حاصل از مدل ماشین بردار پشتیبان  -6جدول 

سازی در کانسار مس  های کانی بندی زون کننده برای طبقه بندی طبقه

 .آزمایشهای آموزش و  پورفیری میدوک برای داده

 آزمایش آموزش 

 20/32 30/34 دقت

 10/7 13/7 خطای جذر میانگین مربعات
 033 2233 تعداد داده

 

سازی مجموعه  های کانی بندی زون ماتریس خطای طبقه -7 جدول

 .آزمایش

 بندی نتایج طبقه  

 سوپرژن هیپوژن شسته شده  

عی
واق

 ت

 127 21 273 شسته شده
 31 3431 3 هیپوژن
 322 104 27 سوپرژن

 

 
بندی شده بر اساس  شناسی طبقه مدل سه بعدی زمین -6شکل 

 .الف( شبکه عصبی مصنوعی و ب( ماشین بردار پشتیبان
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های اکتشافی و مدل  شناسی گمانه های زمین تطابق زون -7 شکل

شبکه عصبی  های الف( بندی شده بر اساس روش بلوکی طبقه

پشتیبان برای یکی از مقاطع قائم مصنوعی و ب( ماشین بردار 

 .انتخابی کانسار مس میدوک به عنوان نمونه

 

های اکتشافی و مدل  شناسی گمانه های زمین تطابق زون -1شکل  

و ب( ماشین  شبکه عصبی مصنوعی های الف( بلوکی بر اساس روش

برای یکی از مقاطع قائم انتخابی کانسار مس میدوک  بردار پشتیبان

 .نمونهبه عنوان 

 بحث -1

بندی ارایه  در این بخش تلاش شده است تا کیفیت طبقه
مقایسه بصری و ، اعتبارسنجی متقابل شده بر اساس سه رویکرد

مورد ، های آتشباری مقایسه نتایج با اطلاعات حاصل از چال
بررسی قرار گیرد. پارامترهای آماری حاصل از اعتبارسنجی 

بر اساس  دی انجام گرفتهبن متقابل موید کیفیت مطلوب طبقه
، دو روش شبکه عصبی مصنوعی و ماشین بردار پشتیبان است

بندی بر اساس روش ماشین  بر اساس این معیار کیفیت طبقه
 است. بردار پشتیبان اندکی بیش از روش شبکه عصبی مصنوعی

در رویکرد بصری تلاش شد تا با بررسی چشمی مقاطع قائم 

، بندی شده بر اساس هر دو روش ترسیمی برای مدل بلوکی طبقه
ها مقایسه شود. در این مقایسه از دو معیار نحوه برخورد  عملکرد آن

های مختلف و وضعیت مورد  های اکتشافی در بخش ها با گمانه زون
شناسی اقتصادی استفاده شد. هر چه  انتظار بر اساس دانش زمین

دل ها روی م های جداسازی شده و موقعیت قرارگیری آن زون
های اکتشافی شباهت بیشتری داشته  های گمانه بلوکی به زون

نتایج  1و  0های  تر است. در شکل عملکرد آن روش مطلوب، باشد
حاصل از جداسازی بر اساس دو روش هوشمند برای دو مقطع قائم 

های محدود  انتخابی نشان داده شده است. برای کارایی بیشتر شکل
جنوبی استفاده شد.  -با راستای شمالیاز دو مقطع قائم ، ارایه شده

اگرچه برتری عددی روش ماشین ، شود همانطور که مشاهده می
گیر نیست ولی در  بردار پشتیبان در اعتبارسنجی متقابل چشم

عملکرد آن بسیار ، های اکتشافی میزان تطابق مدل بلوکی با گمانه
هده مشا 1و  0طور که در شکل  تر است. به نحوی که همان مطلوب

مدل بلوکی حاصل از ماشین ، برخلاف روش شبکه عصبی، شود می
های اکتشافی تطابق بسیار بالایی دارد و با  بردار پشتیبان با گمانه

دهد و تنها برای  ها عدم تطابق کامل را نشان نمی هیچ یک از گمانه
، ها که در زون گذار از سوپرژن به هیپوژن است هایی از گمانه بخش

شود. این در حالی است که در مدل  تطابق مشاهده میاین عدم 
ها عدم تطابق  برای برخی از گمانه، بلوکی حاصل از شبکه عصبی

، بین مدل با واقعیت به صورت صددرصدی است. از طرف دیگر
شناسی اقتصادی کانسارهای  طور که بر اساس دانش زمین همان

وپرژن بر در تمامی مناطق زون س، رود مس پورفیری انتظار می
الف( و زون شسته شده بر روی زون  -0روی زون هیپوژن )شکل 

طور که  الف( باید قرارگیرد. همان -0 الف و -0سوپرژن )شکل 
های زون شسته شده و  عمده بخش، پیش از این نیز اشاره شد

اند و به همین دلیل  اکیسد پیش از این مورد استخراج قرار گرفته
رخداد بسیار محدودی از زون شسته در بخش مدلسازی شده تنها 

رود در هر دو  طور که انتظار می شود که همان شده مشاهده می
های شبکه عصبی و ماشین بردار پشتیبان بر  مدل حاصل از روش

(. به طریق مشابه در 0روی زون سوپرژن قرار گرفته است )شکل 
زون سوپرژن بر روی زون هیپوژن قرار گرفته است که ، هر دو مدل

ای که در  شناسی اقتصادی تطابق کامل دارد. نکته با دانش زمین
پیوستگی زون سوپرژن ، این زمینه لازم است به آن اشاره شود

مدلسازی شده به روش شبکه عصبی مصنوعی است که از لحاظ 
تواند نکته مثبتی برای روش شبکه عصبی تلقی شود اما  بصری می

های  شود گمانه اهده مینیز مش 1و  0های  طور که در شکل همان
ها نشان  اکتشافی انقطاع زون سوپرژن را در برخی از بخش

دهند که تاییدی بر صحت بیشتر خروجی مدل ماشین بردار  می
 پشتیبان است.



 «مهندسی معدن»نشریه علمی پژوهشی  سازی ... های کانی ونبعدی ز در تهیه مدل سه  مقایسه عملکرد شبکه عصبی مصنوعی و ماشین بردار پشتیبان
 

21 

 
های آتشباری  مقایسه بین مشاهده انجام گرفته در چال -3شکل 

ب( ، های شبکه عصبی مصنوعی الف( و تفکیک انجام گرفته به روش

های برخورد  ماشین بردار پشتیبان و ج( در بخش های ب و ج گمانه و

 های پر نشان داده شده است. کرده با پلان نیز به صورت دایره

سومین رویکرد مورد استفاده برای مقایسه استفاده از 
های آتشباری بود. برای این  های برداشت شده در چال داده

شده برای وضعیت بینی  منظور اقدام به مقایسه وضعیت پیش
شناسی با وضعیت مشاهده شده از  های زمین قرارگیری زون
های  های معدن بر اساس داده ها در یکی از پله قرارگیری آن

(. با توجه به 3های آتشباری شد )شکل  ثبت شده در چال
های آتشباری حفر  های برداشت شده از چال دسترسی به داده

های ترسیمی  از پلان، متر 2/2430شده در پله با تراز ارتفاعی
طور که  برای این تراز ارتفاعی برای مقایسه استفاده شد. همان

شود. ثبت اطلاعات برای  الف نیز مشاهده می -3در شکل 
های آتشباری با جزییات بیشتری انجام گرفته است. از آنجا  چال

ها  ها ناگهانی نیست و یک زون گذار بین آن که تغییر بین زون
سوپرژن ، های لیچ های آتشباری به جز زون در چال، دوجود دار
سوپرژن نیز  -هیپوژن و لیچ -های گذار سوپرژن زون، و هیپوژن

های هوشمند با  ثبت شده است. پیش از مقایسه خروجی روش
های  های حاصل با اطلاعات گمانه مدل، های آتشباری چال

گی در های توپر رن اکتشافی در همان تراز )که به صورت دایره
اند( مقایسه شد.  ج نمایش داده شده -3ب و  -3شکل 
های ظاهری این  شود با وجود تفاوت طور که مشاهده می همان

های اکتشافی )که بخشی  های گمانه هر دو مدل با داده، دو مدل
ها به عنوان آموزش و بخشی به عنوان تست در مرحله  از آن

د تطابق در مدل اند( همخوانی دارند. درص قبل استفاده شده
حاصل از روش ماشین بردار پشتیبان بالاتر است. مقایسه 

ها نشان  های برداشت شده از چال های بلوکی با داده مدل
هایی را که در  بخش، اند دهد که تقریبا هر دو مدل توانسته می

های آتشباری به صورت سوپرژن و هیپوژن مشاهده  چال
ها در مورد  لی عملکرد آنتقریبا درست تفکیک کنند و، اند شده

هایی که از آن داده چال  هیپوژن و بخش -زون گذار سوپرژن
متفاوت بوده است. همچنین ، آتشباری برداشت شده است

بررسی انجام شده مشخص کرد که بخشی از تفاوت در خروجی 
های آتشباری ناشی از عدم تطابق  های هوشمند با چال روش

های  شده برای گمانهمشاهده شده بین رکوردهای ثبت 
 ها نیز است.  اکتشافی با چال

 گیری نتیجه -4

های شبکه عصبی مصنوعی و ماشین  از روش، در این مقاله
هیپوژن و ، های سوپرژن بردار پشتیبان برای جداسازی زون

شسته شده در کانسار مس پورفیری میدوک استفاده شده 
و مقایسه مقایسه بصری ، است. بر اساس مطالعات اعتبارسنجی

های آتشباری عملکرد  های برداشت شده از چال نتایج با داده
این دو روش با یکدیگر مقایسه شد. مقایسه انجام گرفته نشان 

تری در  داد که روش ماشین بردار پشتیبان عملکرد مطلوب
سازی در این کانسار داشته است. در  های کانی جداسازی زون

های  های برداشت شده از چال پایان با توجه به دسترسی به داده
های تهیه  اقدام به مقایسه مدل، های معدن آتشباری یکی از پله

شده بر اساس روش هوشمند با مدل تهیه شده بر اساس 
های آتشباری شد )از آنجا که  های حاصل از چال داده

های اتشباری بسیار  های برداشت شده از چال داری داده فاصله
ها  مدل حاصل بر اساس آن، عتبارسنجیدر مطالعات ا، کم است

توان معادل )یا بسیار نزدیک( با واقعیت در نظر گرفت(.  را می
تر این روش بود. اگرچه  این مقایسه نیز بیانگر عملکرد مطلوب
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به صورت نسبی عملکرد روش ماشین بردار پشتیبان بهتر بوده 
های مختلف کانسار  ولی عملکرد این دو روش در بخش، است

ها روش شبکه  به نحوی که در برخی از بخش، فاوت استمت
ها ماشین  عصبی عملکرد بهتری داشته و در برخی از بخش

از این رو پیشنهاد ، بردار پشتیبان عملکرد بهتری داشته است
های ترکیبی برای  شود که در مطالعات آتی حتما از روش می

به اینکه  بندی استفاده شود. همچنین با توجه بهبود نتایج طبقه
های هوشمند  عمده مطالعات انجام شده در زمینه کاربرد روش

، محدود به دو روش شبکه عصبی و ماشین بردار پشتیبان است
استفاده از سایر ، شود تا در ادامه مطالعات پیشنهاد می

شناسی  های هوشمند نیز برای تهیه مدل بلوکی زمین روش
 مورد بررسی قرار گیرد.
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